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Als Basisliteratur verwenden wir in diesem Seminar das folgende Lehrbuch: 

James, G., Witten, D., Hastie, T., und Tibshirani, R. (2013/2021). An Introduction to Statistical 

Learning with Applications in R. Springer. 

https://link.springer.com/book/10.1007/978-1-4614-7138-7 

Zusätzlich finden Sie bei jedem Thema weitere Forschungsartikel die als Startpunkt in die wis-

senschaftliche Literatur dienen. Von dort aus sollen die Studierenden eigenständig die rele-

vante Literatur weiter erkunden und erarbeiten. 

Die Studierenden werden in einem Tutorial der Universitätsbibliothek in der Literaturrecher-

che geschult. 

In allen folgenden zehn Themen sollen die Studierenden eigenständige empirische Analysen 

durchführen. Dazu wird die open-source Software R verwendet. Weitere Informationen fin-

den Sie unter: 

https://www.fernuni-hagen.de/angewandte-statistik/lehre/software.shtml 

Die Studierenden werden in Tutorials mit der Software R vertraut gemacht und zur eigenen 

Datenrecherche und Analyse befähigt. 

 

Themenübersicht: 

1 Dimensionsreduktion der Varianz-Kovarianz-Matrix in großen Portfolios 

Institutionelle Investoren sind mit der Herausforderung konfrontiert, dass sie für 

ihre i.d.R. mehrere hundert Assets enthaltenen Portfolios die Varianz-Kovarianz-

Matrix berechnen müssen, um adäquate Risikomanagement und Asset-Allokati-

onsentscheidungen treffen zu können. Da die Berechnung und Anpassung für sol-

che großen Matrizen mit erheblichem Aufwand verbunden sind, werden Verfahren 

benötigt, um die Dimensionen dieser Matrix zu reduzieren.  

Ziel dieser Seminararbeit ist die Anwendung von Dimensionsreduktionsverfahren 

auf Varianz-Kovarianz-Matrizen und die Überprüfung von deren Güte. 

 

James et al. (2013), Fabozzi et al. (2007), Ledoit und Wolf (2003), Bai und Shi (2011), 

Fan et al. (2008) 

 

 

 

 

https://link.springer.com/book/10.1007/978-1-4614-7138-7
https://www.fernuni-hagen.de/angewandte-statistik/lehre/software.shtml


2 Hauptkomponentenanalyse im Faktor-Asset-Pricing 

In der Asset-Pricing Literatur wurde eine Vielzahl von verschiedenen Faktoren iden-

tifiziert (z.B. Size, Value, Liquidity und Momentum), die einen potentiellen Erklä-

rungsgehalt für Aktienrenditen liefern. Um eine hohe Anzahl von Faktoren auf we-

niger erklärende Faktoren zu reduzieren, kann die Hauptkomponentenanalyse ver-

wendet werden. 

Ziel dieser Seminararbeit ist die Anwendung der Hauptkomponentenanalyse auf 

Faktormodelle im Asset-Pricing. Aufgezeigt werden soll, wie sich die Hauptkompo-

nentenanalyse in das Faktor-Asset-Pricing integrieren lässt und wie diese im Ver-

gleich zu „herkömmlichen“ Modellen abschneidet. 

 

James et al. (2013), Lettau und Pelger (2020), Feng et al. (2020), Kozak et al. (2020) 

 

 

3 LASSO-Regression im Faktor-Asset-Pricing 

Um die Anzahl der Asset-Pricing Faktoren auf diejenigen zu beschränken, die einen 

hinreichenden Erklärungsgehalt aufweisen, können LASSO-Regressionen verwen-

det werden. Diese „bestrafen“ das Hinzufügen neuer Faktoren und somit werden 

nur Faktoren in der Regression berücksichtigt, bei denen der Bestrafungsterm klei-

ner als der zusätzliche Nutzengewinn ist. 

Ziel dieser Seminararbeit ist die Anwendung und der Vergleich von LASSO-Regres-

sionen mit herkömmlichen Regressionsmodellen im Bereich Asset Pricing. 

 

James et al. (2013), Feng et al. (2020), Gu et al. (2020), Zhang et al. (2019) 

 

 

4 Prognose der Richtung von Aktienmarktrenditen mit Klassifikationsmethoden 

Es ist bekannt, dass die Rendite des Aktienmarkts schwierig vorherzusagen ist. Das 

Problem wird vereinfacht, wenn man nur die Richtung (Vorzeichen) der Rendite 

betrachtet. Mit der Hilfe der Klassifikationsmethoden hat man die Möglichkeit die 

Entwicklung des Aktienkurses der näheren Zukunft zu prognostizieren.  

In dieser Arbeit wird zuerst grundsätzlich die verwendende Klassifikationsmethode 

erklärt, dann folgt eine empirische Studie mit den Daten des Aktienmarkts.  

 

James et al. (2013), Nyberg (2011), Huang et al. (2005) 

 

 

 

 

 

 

 

 

 

 



5 Lineare und quadratische Klassifikationsverfahren in Energiemärkten 

Multivariate Klassifikationsverfahren finden breite Anwendungsmöglichkeiten im 

Energie- und Finanzbereich, wenn es darum geht, qualitative Antwortparameter zu 

prognostizieren. Schwerpunkt dieser Arbeit liegt in diesem Zusammenhang insbe-

sondere auf der Anwendung der linearen sowie der quadratischen Diskriminanz-

analyse.  

Ziel dieser Seminararbeit soll es zum einen sein, lineare und quadratische Klassifi-

kationsverfahren theoretisch fundiert zu erklären; des Weiteren sollen beide Ver-

fahren vergleichend auf aktuelle Energiemarktdaten angewendet werden. 

 

James et al. (2013), Rencher und Christensen (2012), Cooke und Peake (2002), 

Leung et al. (2000) 

 

6 Resampling-Methoden und Bootstrapp 

Computerintensive Verfahren sind in den letzten Dekaden immer wichtiger gewor-

den. Gerade in Situationen, in denen asymptotische Ergebnisse (basierend auf un-

endlich großen Stichproben) wenig hilfreich sind, ist insbesondere der Bootstrap 

ein sehr prominentes Resampling-Verfahren. 

Bei dieser Arbeit soll es darum gehen, den Bootstrap und die wichtige Variante 

„wild bootstrap“ (bei Heteroskedastie und zeitlich-variierenden Varianzen) darzu-

stellen und in einer empirischen Anwendung für Aktienkursrenditen umzusetzen. 

James et al. (2013), Davidson und Flachaire (2008), Godfrey (2009), Kim und 

Shamsuddin (2020) 

 

7 Splines 

Die Spline-Familie bietet vielfaltigen Anwendungsmöglichkeiten mit nicht linearer 

Modellierung im Finanzbereich. Ein Spline kann der einzige Bestandteil der Model-

lierung sein, oder kann auch mit diversen bekannten Modellen kombiniert werden, 

z.B. Spline-GARCH.  

Bei dieser Arbeit wird die Theorie von Splines diskutiert sowie die Anwendungs-

möglichkeiten. Bei dem Anwendungsteil wird eine empirische Analyse durchge-

führt mit den aktuellen Daten des Finanzmarkts.  
 

James et al. (2013), Waggoner (1997), Engle und Rangel (2008) 

 

 

8 Nichtlineares Modellieren von Rohstoffpreisen: GAMs 

Die Modellierung von Rohstoffpreisen ist häufig nichtlinear, was simple Linearre-

gressionen infolgedessen in ihrer Aussagekraft beschränkt. Generalized Additive 

Models (GAMs) stellen in dem Zusammenhang eine Erweiterung der Linearregres-

sion dar und ermöglichen somit die Schätzung nichtlinearer Modelle.  



Ziel dieser Arbeit ist es, das Konzept der Generalized Additive Models zu erklären 

und am Beispiel von Rohstoffpreisen empirisch zu modellieren. 

 

James et al. (2013), Hastie und Tibshirani (1986), Chen und Samworth (2016), 

Wood (2020) 

 

 

9 Integration von Nichtlinearitäten in das CAPM mittels GAM 

Mit Generalized Additive Models (GAM) kann man lineare Modelle einfach zu nicht 

linearen Modellen erweitern. Mit dieser Eigenschaft wird das Modell im Finanzbe-

reich zusammen mit dem Capital Asset Pricing Model (CAPM) verbunden, da man-

che Faktoren kein lineares Verhältnis zu den Renditen aufweisen.  

In dieser Arbeit wird GAM und CAPM erläutert, sowie den ausgewählten Faktoren 

für die empirische Anwendung. Das Ergebnis aus geschätzten nicht lineare CAPM 

wird auch vergleicht mit klassischem CAPM.  
 

James et al. (2013), Neslihanoglu et al. (2017), Fama und French (2004) 

 

 

10 Random Forests 

Entscheidungsbäume sind nicht-parametrische Verfahren, die sich für Klassifikati-

onsverfahren sowie für Regressionen eignen. Allerdings wird die Prognose-Perfor-

mance von Entscheidungsbäumen häufig kritisiert. Random Forests sollen in dem 

Zusammenhang die Vorhersagegenauigkeit verbessern, indem sie verschiedene 

Entscheidungsbäume miteinander kombinieren.  

Ziel dieser Seminararbeit soll es daher zum einen sein, die Methode der Random 

Forests zu erklären und in den Kontext von Entscheidungsbäumen zu setzen; zum 

anderen soll die Methode zur Regressionsanalyse auf aktuelle Daten des Finanz-

marktes empirisch angewendet werden.  

 

Breiman (2001), James et al. (2013), Probst und Boulesteix (2018). 
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