
Forecasting in Finance and Macroeconomics

Der Lehrstuhl für Angewandte Statistik betreut im Sommersemester Seminarar-
beiten an der Schnittstelle zwischen Statistik und Makroökonomie sowie Finance
mit einem Schwerpunkt auf der Prognose von Zeitreihen mit der Open-Source
Programmiersprache R. Als Hauptliteratur wird das über die Bücherei der FernU-
niversität in Hagen online verfügbare Lehrbuch von Ghysels und Marcellino (2018)
verwendet. Diese Hauptquelle wird durch themenspezi�sche Fachliteratur ergänzt.
Im Rahmen der empirischen Analyse sollen Daten mit der Programmiersprache R
analysiert werden. Hierzu werden im Laufe des Seminars Online-Tutorien angebo-
ten. Darüber hinaus wird über die Universitätsbibliothek eine Schulung zum The-
ma Informationskompetenz und Literaturrecherche Wirtschaftswissenschaft mit
dem Schwerpunkt Angewandte Statistik angeboten.

In dem Seminar werden 16 Oberthemen jeweils doppelt vergeben (mit angepasster
Forschungsfrage).

� Value at Risk (VaR)
Finanzinstitute wie Banken und Versicherungen sind rechtlich verp�ichtet,
ihr eingegangenes Risiko am Finanzmarkt zu messen (u.a. Basel III, Solvency
II). Ein mögliches Werkzeug stellt dabei das Risikomaÿ Value at Risk (VaR)
dar. Dieses gibt an, welcher Verlust innerhalb eines bestimmten Zeitraums
mit einer bestimmten Wahrscheinlichkeit nicht überschritten wird. Ziel dieser
Seminararbeit ist es, verschiedene Verfahren zur Schätzung und Prognose
des VaRs darzustellen und schlussendlich auf Aktienkurse ausgewählter Dow
Jones Unternehmen bzw. Kryptowährungen anzuwenden.

Einstiegsliteratur: J.P.Morgan und Reuters (1996), Kuester et al. (2006),
Christo�ersen (2012), McNeil et al. (2015) und Ghysels und Marcellino (2018)

� GARCH Modelle zur Prognose von Rohsto�marktschwankungen
Seit geraumer Zeit ist bekannt, dass es in Finanzzeitreihen wie Aktien- oder
Goldrenditen zu sog. Volatilitätsclustern kommt. Dabei folgen auf Zeiten ho-
her Volatilität tendenziell Zeiten hoher Volatilität auf auf Zeiten niedriger
Volatilität Zeiten niedriger Volatilität. Da die Volatilität als ein Risikoindi-
kator angesehen wird, wollen Finanzakteure diese natürlich prognostizieren.
Ein mögliches Werkzeug stellen dabei Generalized Autoregressive Conditio-
nal Heteroskedasticity (GARCH) Modelle dar. Ziel dieser Seminararbeit ist
es, die Volatilität der Renditen der beiden Edelmetalle Gold und Silber bzw.
der beiden Ölsorten Brent und WTI vorherzusagen.

Einstiegsliteratur: Bollerslev (1986), Lundbergh und Teräsvirta (2002), Chri-
sto�ersen und Jacobs (2004), McNeil et al. (2015) und Ghysels und Marcel-
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lino (2018)

� Realized Volatility - HAR Modell
Neben dem GARCH Modell hat sich das Konzept der Realized Volatility zur
Berechnung der Volatilität auf Finanzmärkten etabliert. Im Gegensatz zum
GARCH Modell wird Realized Volatility of Basis ultra-hochfrequenter (in-
traday) Daten nichtparametrisch berechnet. Eine elegante Möglichkeit zur
Vorhersage der Realized Volatility stellt das Heterogeneous Autoregression
(HAR) Modell dar. Ziel dieser Seminararbeit ist es, das HAR Modell auf
ausgewählte Aktienindizes anzuwenden, um die Realized Volatility vorher-
zusagen.

Einstiegsliteratur: Andersen et al. (2001), Andersen et al. (2003), McAleer
und Medeiros (2008), Corsi (2009), Ghysels und Marcellino (2018) und Cle-
ments und Preve (2021)

� LASSO für die Renditeprognose
Um eine zu hohe Anzahl an Parametern in Regressionsmodellen zu vermei-
den, können Bestrafungsterme eingeführt werden. Gerade im Asset Pricing,
wo es eine Vielzahl an möglichen Faktoren gibt, kann ein Least Absolute
Shrinkage and Selection (LASSO) Ansatz dazu beitragen, die Modellgröÿe
erheblich zu verkleinern und den Prognosefehler zu reduzieren. Ziel dieser
Seminararbeit ist es, die Rendite von Öl bzw. des Immobilienmarktes mit
Hilfe des LASSO-Ansatzes zu prognostizieren.

Einstiegsliteratur: Tibshirani (1996), Hastie et al. (2008), Ghysels und Mar-
cellino (2018), Zhang et al. (2019) und Gu et al. (2020)

� Kointegrationsanalyse von Aktienpreisen und Dividenden
Zur Bewertung von Aktien wird häu�g eine Art von Dividendendiskontie-
rungsmodell verwendet. Dabei ist die Idee dahinter, dass sich der Wert einer
Aktie anhand der zukünftigen erzielbaren Dividenden abgezinst auf den heu-
tigen Tag ergibt. Dabei wird von verschiedenen Forschern darauf hingewie-
sen, dass es ein langfristiges Gleichgewicht zwischen Aktienpreisen und deren
Dividenden gibt. Ziel dieser Seminararbeit ist es, Unternehmen des amerika-
nischen bzw. britischen Finanzmarktes hinsichtlich Kointegration von deren
Aktienpreis und Dividende zu untersuchen.

Einstiegsliteratur: Campbell und Shiller (1987), Campbell und Shiller (1988),
Cerchi und Havenner (1988), Koop (1991) und Ghysels und Marcellino (2018)

� Nichtlineare Modelle - TAR zur Wechselkursprognose
In vielen ökonomischen und �nanzwirtschaftlichen Situationen hat sich her-
ausgestellt, dass Zusammenhänge häu�g nicht linear sind, sondern kom-
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plexere Beziehungen aufweisen. Um diese zu erfassen, wurden Modelle wie
Threshold Autoregressive (TAR) entwickelt. Hierbei wird der Beobachtung
Rechnung getragen, dass sich Abhängigkeiten zwischen ökonomischen Varia-
blen häu�g ändern, wenn bestimmte Schwellwerte (Thresholds) überschritten
worden sind. Ziel dieser Seminararbeit ist die Prognose von Wechselkursen
mittels Threshold Modellen.

Einstiegsliteratur: Chan und Tong (1986), Dijk et al. (2002), Elliott et al.
(2006), Rapach und Wohar (2006) und Ghysels und Marcellino (2018)

� Gemischte Frequenzen - MIDAS für die Dividendenprognose
Häu�g kommt es im Finance-Bereich vor, dass man nicht alle Kennzah-
len/Variablen für jede Frequenz zur Verfügung hat. So liegen Aktienpreise
z.B. handelstäglich vor, während Dividenden je nach Land nur quartalswei-
se, halbjährlich oder jährlich gezahlt werden. Ziel dieser Seminararbeit ist
die Prognose der Dividende von ausgewählten Unternehmen mit Hilfe von
Daten, die eine höhere Frequenz aufweisen.

Einstiegsliteratur: Ghysels, Santa-Clara et al. (2004), Marcellino und Schu-
macher (2010), Ghysels und Marcellino (2018) und Wang et al. (2020), Ghy-
sels et al. (2007)

� Faktorenanalyse - Hauptkomponentenanalyse für Aktienportfolios
Eine andere Möglichkeit zur Reduzierung der Anzahl der Faktoren in einem
Modell (im Vergleich zum LASSO) ist die Anwendung der Hauptkomponen-
tenanalyse. So kann diese z.B. angewendet werden, um die Kovarianzmatrix
eines groÿen Portfolios mit Hilfe weniger Faktoren zu erklären. Der Vorteil
hierin besteht darin, die Berechnungsdauer zu verkürzen. Ziel dieser Semi-
nararbeit ist die Anwendung der Hauptkomponentenanalyse auf die Unter-
nehmen des DAX 40 bzw. des AEX und deren Kovarianzmatrix zu schätzen.

Einstiegsliteratur: Tsay (2010), McNeil et al. (2015), Ghysels und Marcellino
(2018), Kozak et al. (2018) und Giglio und Xiu (2021)

� Prognoseevaluation und Prognosekombination
Liegen Prognosen verschiedener Modelle vor, so stellt sich die Frage nach
der Vergleichbarkeit, sowie die Frage, welche Prognosen besser abschneiden,
um Rückschlüsse auf die Prognosequalität einzelner Modelle zu schlieÿen.
Hierfür können verschiedene Maÿe (z.B. MAE, MSE oder auch RMSE) zur
Berechnung der Prognosegüte verglichen werden, sowie der Diebold-Mariano
Test präsentiert werden. Nach dem Vergleich verschiedener Prognosemodelle,
besteht auÿerdem die Möglichkeit Prognosen zu kombinieren, um den Pro-
gnosefehler weiter zu reduzieren. Hierbei spielt insbesondere die Gewichtung
einzelner Prognosen eine entscheidende Rolle. Hierfür können als einfaches
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Beispiel AR-Modelle mit weiteren exogenen Variablen geschätzt und deren
Prognosen verglichen und kombiniert werden.

Einstiegsliteratur: Ghysels und Marcellino (2018), Diebold und Mariano (1995)
und Timmermann (2006)

� Iterative vs. direkte Prognosen
Liegt der Prognosehorizont mehr als eine Periode in der Zukunft, kann die
Prognose auf zwei verschiedene Arten erstellt werden. Beim iterativen Ver-
fahren wird ein Modell geschätzt und das Ergebnis aus der Ein-Schrittprognose
in das Modell eingesetzt und somit für die Zwei-Schrittprognose weiterver-
wendet. Hingegen wird bei der direkten Prognose für jeden Prognosehori-
zont das Modell erneut geschätzt, so dass sich die geschätzten Parameter
für die verschiedenen Prognosehorizonte unterscheiden. Im Rahmen der Ar-
beit soll die In�ationsrate oder das Wirtschaftswachstum sowohl mit dem
iterativen als auch mit dem direkten Verfahren prognostiziert und mit dem
Diebold-Mariano-Test überprüft werden, ob ein Verfahren signi�kant bessere
Prognosen liefert.

Einstiegsliteratur: Ghysels und Marcellino (2018) und Diebold und Mariano
(1995), Marcellino et al. (2006)

� Modellbasierte Prognosen vs. solcher von Analysten
Eine interessante Fragestellung ist, ob Analysten über einen Informations-
vorteil verfügen und bessere Prognosen liefern als selbst erstellte Prognosen.
Um diese Frage zu beantworten, soll bei diesem Thema die Prognosegüte aus
einfachen autoregressiven Modellen, evtl. mit einzelnen exogenen Variablen,
mit der des Survey of Professional Forecasters mit Hilfe des Diebold-Mariano-
Tests verglichen werden. Da viele Daten nur mit groÿer Verzögerung veröf-
fentlicht und zudem revidiert werden, sollten Sie auf Echtzeitdaten zurück-
greifen um einen fairen Vergleich der beiden Kontrahenten zu ermöglichen
(Stark, 2010).

Einstiegsliteratur: Diebold und Mariano (1995), Stark (2010), Ghysels und
Marcellino (2018) und Croushore und Stark (2019)

� Faktormodelle für das Wirtschaftswachstum oder die In�ation
Ummit groÿen Datensätzen, insbesondere mit einer groÿen Anzahl potentiel-
ler Erklärungsvariablen bei begrenzter Anzahl an Beobachtungen, umgehen
und darauf aufbauend Analysen durchführen zu können, kann die Haupt-
komponentenanalyse verwendet werden. Diese reduziert die Anzahl der er-
klärenden Faktoren, indem Kombinationen aus diesen gebildet werden, sog.
Eigenfaktoren. Zunächst soll das Konzept der Hauptkomponentenanalyse er-
läutert und anschlieÿend die extrahierten Hauptkomponenten zu autoregres-
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siven Modellen hinzugefügt werden, um das Wirtschaftswachstum oder die
In�ationsrate zu prognostizieren.

Einstiegsliteratur: James et al. (2021), Bai und Ng (2008), Stock und Watson
(2002), McCracken und Ng (2016) und McCracken und Ng (2021)

� Shrinkage Methoden in der makroökonomischen Prognose
Eines der praktischen Probleme bei der Prognose besteht darin, die richti-
gen Regressoren für die zu zu prognostizierende Variable auszuwählen. Ei-
nerseits können wichtige Variablen fehlen, die unsere Prognose verbessern
würden. Andererseits führt die Aufnahme irrelevanter Regressoren zu einer
erhöhten Schätz- und damit verbundenen Prognoseunsicherheit. Eine Mög-
lichkeit diesen Zielkon�ikt zu lösen, ist die Einführung eines Strafterms bei
der Schätzung der Parameter und der Auswahl der N Regressoren auf Basis
des folgenden Minimierungsproblems:

min
β

Φ(RSS) + λΨ(β1, . . . , βj, . . . , βN)

Während eine Kleinste-Quadrate-Schätzung die Parameter β durch eine Mi-
nimierung der Residuenquadratsumme RSS schätzt, wird hier zusätzlich der
Strafterm bzw. Shrinkage Parameter λ eingeführt. Φ und Ψ sind Funktionen
der RSS und der zu den N Regressoren gehörenden Parametern β. Die-
ser Ansatz berücksichtigt explizit die Kreuzkorrelation zwischen den Regres-
soren bei der Minimierung der Verlustfunktion und verringert dadurch die
Schätzunsicherheit. Ghysels und Marcellino (2018, Kapitel 1) bietet eine gu-
te Übersicht über verschiedene Schrinkage Ansätze. Zunächst sollen ein bis
zwei Shrinkage Ansätze vorgestellt werden und anschlieÿend für die Prognose
des Wirtschaftswachstums oder der In�ationsrate angewendet werden.

Einstiegsliteratur: Ghysels und Marcellino (2018), James et al. (2021), Sala-
I-Martin (1997) und Medeiros et al. (2021)

� Nahzeitprognose mit Modellen für gemischte Frequenzen
Um bestimmte Variablen bereits im respektiven Quartal zu prognostizie-
ren, werden oft Variablen als Prädiktor verwendet, die eine höhere Frequenz
als die zu prognostizierende Variable aufweisen. Soll so z.B. das BIP pro-
gnostiziert werden, welches eine vierteljährliche Frequenz aufweist, so kann
als Regressor die monatliche Variable der Industrieproduktion herangezogen
werden. Da eine einfache Aggregation der Variablen mit einer höheren Fre-
quenz zu einem Informationsverlust führen kann, wird an dieser Stelle die
MIDAS Regression verwendet. Ein Vorteil dieser Methode ist insbesonde-
re die sparsame Parametrisierung. Alternativ kann auch ein unrestringiertes
MIDAS Modell verwendet werden um das BIP zu prognostizieren.

5



Einstiegsliteratur: Ghysels et al. (2004), Foroni und Marcellino (2014) und
Ghysels und Marcellino (2018)

� GARCH-Modelle zur In�ationsprognose und Growth-at-Risk
Generalized Auto-Regressive Conditional Heteroscedasticity oder auch kurz
GARCH Modelle dienen dazu Daten bei vorliegender Heteroskedastie zu mo-
dellieren. Meist in der Finanzwirtschaft verwendet, könne GARCH Modelle
hier aber auch auf In�ationsdaten angewandt werden, da diese ebenfalls das
Merkmal des Volatilitätsclusterings aufweisen. Für das Wirtschaftswachstum
kann mit Hilfe eines GARCH Modells der sogenannte Growth at Risk be-
stimmt werden, welcher Auskunft über die mögliche negative Wachstumsra-
te, gegeben der derzeitigen Situation gibt. Das Grundprinzip ist hierbei: Grö-
ÿere derzeitige Volatiliät ⇒ gröÿere Wahrscheinlichkeit für negatives Wachs-
tum.

Einstiegsliteratur: Ghysels und Marcellino (2018), Engle (2001), Engle und
Patton (2001), Bollerslev (1986) und Brownlees und Souza (2021)

� Nichtlineare Modelle in der Makroökonomie
In den anderen Themen haben wir die Annahme getro�en, dass die Modelle
linear in den Parametern sind und diese über den gesamten Stichprobenzeit-
raum konstant sind. Es gibt jedoch Situationen, in denen solche Annahmen
unplausibel sind. Übersteigt die In�ation bspw. ein bestimmtes Niveau kann
es zu einer Hyperin�ation kommen, in der sich die Dynamik der In�ation
verändert. Gleichzeitig kann man sich vorstellen, dass die Staatsausgaben in
Zeiten hoher ö�entlicher Verschuldung weniger stark wachsen. Solche Nicht-
linearitäten können vergleichsweise einfach mit TAR/STAR Modellen abge-
bildet werden. Im TAR-Modell ändern sich die Parameter im Laufe der Zeit
abprubt, wenn eine Schwellenvariable einen Schwellenwert erreicht, während
in STAR-Modellen der Übergang von dem alten zu den neuen Parameterwer-
ten geglättet wird. Stellen Sie zunächst das TAR/STAR vor und erklären Sie
die Vorgehensweise bei der Schätzung des Modells. Spannende Prognoseva-
riablen sind das Wachstum der Industrieproduktion oder der Staatsausgaben
sowie die In�ationsrate. Überprüfen Sie zudem, ob die nichtlinearen Modelle
besser als lineare Varianten sind.

Einstiegsliteratur: Ghysels und Marcellino (2018), Ferrara et al. (2015) und
Diebold und Mariano (1995)
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