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1 Einfiihrung






2 Verhaltens6konomie und experimentelle Okonomie

2.1 Okonomische vs. Psychologische Experimente

2.2 Monetare Anreize






3 Griinde fiir die Durchfiihrung eines Experiments

Lernziele:
e Sie konnen definieren, was ein Experiment ist.

e Sie konnen Beobachtungs- und Experimentalstudien mithilfe von Kausalketten ver-

gleichen.
e Sie verstehen die Rolle der Randomisierung in Experimenten.

e Sie beriicksichtigen Einschréankungen hinsichtlich der Generalisierbarkeit von Experi-

menten.

Dieses Modul soll Thnen ein Verstdndnis fiir die Durchfithrung psychologischer und
okonomischer Experimente geben. Dabei fokussiert es zunéchst auf die Notwendigkeit
experimenteller Forschung und Fragestellung sowie geeigneter Settings, bevor wichtige
Bausteine eines idealtypischen Experiments skizziert sowie deren Limitationen erldutert
werden. Hierbei wird auch konkret auf die Versuchsplanung, Messung von Effekten und
Stichprobenziehung eingegangen. Die gewédhlten Parameter bestimmten letzlich, wie prazise
eine Schétzung ist und ob diese beispielsweise verzerrt ist.

Zunichst beschéftigt sich das folgende Kapitel mit der Frage, warum ein Experiment
durchgefiihrt werden sollte und welche Ziele mit der Durchfithrung von Experimenten
verfolgt werden.

Gemaf} Frank et al. (2025) besteht der Zweck eines Experiments darin, das Ausmaf
kausaler Effekte abzuschétzen, und damit weniger das reine Testen von Hypothesen, welches

lediglich eine Moglichkeit ist, Messungen durchzufiihren.

3.1 Korrelation vs. Kausalitat

Fragen der psychologischen und 6konomischen Forschung gehen oft auf Fragen der Kausali-
tét zuriick. Warum treffen Menschen bestimmte Entscheidungen? Wie ldsst sich menschli-
ches Verhalten erklaren? Denken Sie beispielsweise an folgende Frage: Macht Geld gliicklich?
Im Kern geht es hierbei um die Frage, welche Eingriffe vorgenommen werden kénnen. Kann
jemand mehr Geld bekommen und dadurch gliicklicher werden? Kann durch Geld Gliick
geschaffen werden? Die Definition von Kausalitét ist eines der schwierigsten und &ltesten
Probleme der Philosophie. Aus psychologischer und 6konomischer Sicht erscheint Lewis
(1973) ,kontrafaktische® Analyse der Kausalitdt sinnvoll. Aus dieser Sichtweise heraus kann
die Behauptung ’Geld sorge fiir Gliick’ als ein kontrafaktisches Szenario verstanden werden,
indem eine Situation skizziert wird, in der Menschen ohne Geld keinen Gliickszuwachs
erfahren hétten.

Wie koénnte nun der hypothetische Einfluss von Geld auf das Gliick getestet werden?
Viele Menschen denken intuitiv an eine Beobachtungsstudie. Menschen kénnten zu ih-
rem Einkommen und ihrem Gliick befragt werden. Das Ergebnis dieser Studie wére ein

Messwertpaar fiir jeden Teilnehmer: [Geld, Gliick].
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Stellen Sie sich nun vor, Thre Beobachtungsstudie hétte ergeben, dass Geld und Gliick
miteinander zusammenhéngen, also statistisch korreliert sind: Menschen mit mehr Geld
sind tendenziell gliicklicher. Kann daraus geschlossen werden, dass Geld gliicklich macht?
Nicht unbedingt, denn das Vorhandensein einer Korrelation bedeutet nicht automatisch,
dass ein kausaler Zusammenhang besteht.

Abbildung 3.1 veranschaulicht die Vorstellung eines moglichen kausalen Zusammenhangs
zwischen Geld und Gliick. Die Pfeilrichtung gibt an, in welche Richtung der kausale

Zusammenhang unserer Hypothese nach verlduft.

Abbildung 3.1 Der hypothetische kausale Effekt von Geld auf das Gliick.

?

Money ~/7 Happiness

Der Zusammenhang zwischen Geld und Gliick, der in der Beobachtungsstudie festgestellt
wurde, steht im Einklang mit dem Kausalmodell in Abbildung 3.1. Er steht jedoch auch
im Einklang mit mehreren alternativen Kausalmodellen, die im Folgenden veranschaulicht
werden.

Abbildung 3.2 zeigt mehrere Kausalmodelle, die mit dem beobachteten Zusammenhang
zwischen Geld und Gliick iibereinstimmen. Variante 1 représentiert die hypothetische
Beziehung: Geld macht Menschen gliicklich. Variante 2 zeigt jedoch den entgegengesetzten
Effekt, dass Gliick dazu fihrt, dass Menschen mehr Geld verdienen.

Ebenso moglich ist, dass es zwar eine Korrelation, aber keinen kausalen Zusammenhang
zwischen Geld und Gliick gibt. Stattdessen kénnte eine dritte Variable, die oft als Storfaktor
bezeichnet wird, sowohl zu einem Anstieg von Geld als auch von Gliick fithren. Beispielsweise
kénnten mehr Freunde dazu fithren, dass Menschen sowohl gliicklicher sind als auch mehr
Geld verdienen (Variante 3). In diesem Szenario wiirden Gliick und Geld korrelieren, obwohl
das eine nicht das andere verursacht.

Ein Storfaktor (oder mehrere) kann die Beziehung zwischen zwei Variablen vollstédndig
erkldren (wie in Variante 3), aber auch nur teilweise. Beispielsweise konnte Geld zwar
gliicklicher machen, der kausale Effekt ist jedoch eher gering und erkléirt nur einen kleinen
Teil der beobachteten Korrelation zwischen den beiden Variablen. Der Freundschafts-
Storfaktor und moéglicherweise weitere Storfaktoren erklérten den Rest. Aufgrund der
Storfaktoren stellt in diesem Fall die beobachtete Korrelation zwischen Geld und Gliick eine
verzerrte Schitzung des kausalen Effekts von Geld auf Gliick dar. Das Ausmaf} der durch
die Storfaktoren verursachten Verzerrung kann in verschiedenen Szenarien variieren. Sie
kann gering ausfallen oder so stark sein, dass auf einen kausalen Zusammenhang zwischen
zwei Variablen geschlossen wird, obwohl dieser iiberhaupt nicht besteht. Abbildung 3.2
veranschaulicht somit die Aussage, dass Korrelation nicht Kausalitdt impliziert. Eine

Korrelation zwischen zwei Variablen ist mit einem kausalen Zusammenhang zwischen ihnen



3.1 Korrelation vs. Kausalitat

Abbildung 3.2 Drei Griinde, warum Geld und Gliick korreliert sein kénnen.

1.
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vereinbar, aber auch mit anderen Zusammenhéngen.!

Beobachtungsstudien ermoglichen zwar auch die Analyse kausaler Zusammenhénge, erfor-
dern aber einen differenzierteren Ansatz. Man kann nicht einfach Korrelationen messen und
daraus kausale Schlussfolgerungen ziehen. Die , kausale Revolution® in den Sozialwissen-
schaften wurde durch die Entwicklung statistischer Methoden zur Schlussfolgerung kausaler
Zusammenhénge aus Beobachtungsdatenséitzen vorangetrieben. So relevant diese Methoden
fiir geeignete Fragestellungen auch sind, sind sie nur unter bestimmten Umsténden und zu
treffenden Annahmen anwendbar. Im Gegensatz zu den quasi-experimentellen Methoden,
die in Einheit 2 des Moduls diskutiert werden, zielt die experimentelle Methode darauf
ab Verzerrungen durch Storfaktoren zu reduzieren, auch wenn es bestimmte Settings gibt,
die die Durchfiithrung bestimmter Experimente aus ethischen oder praktischen Griinden
nicht zulassen.

Experimente zur Beantwortung kausaler Fragestellungen Stellen Sie sich vor, Sie
hétten (a) eine exakte Kopie unserer Welt geschaffen, (b) jedem in der Replik 1.000 Dollar
gegeben und (c) einige Jahre spéter festgestellt, dass alle in der Replik gliicklicher waren als
ihr Gegenstiick in der Originalwelt. Dieses Experiment wiirde iiberzeugende Beweise dafiir
liefern, dass Geld gliicklicher macht. Stellen Sie sich eine bestimmte Person vor: Wenn
diese in der nachgebildeten Welt gliicklicher ist als in der urspriinglichen Welt, was kdnnte
diesen Unterschied erkliren? Da wir die Welt exakt nachgebildet, aber nur eine Anderung
(Geld) vorgenommen haben, ist diese Anderung der einzige Faktor, der den Unterschied
im Gliicksgefiihl erkldren konnte. Wir kénnen sagen, dass alle anderen Variablen konstant
gehalten wurden, aufler Geld, das experimentell manipuliert wurde, und dessen Wirkung auf
ein Maf} — Gliick — beobachtet werden kann. Die Idee, alle Variablen aufler der spezifischen
experimentellen Manipulation konstant zu halten, ist die grundlegende Logik, die der
experimentellen Methode, wie sie von Mill (1865) dargelegt wurde, zugrunde liegt. 2

Bei einer Beobachtungsstudie zum Thema Geld und Gliick stellt das Vorhandensein
von Storfaktoren der ,,dritten Variable*“ ein Problem fiir die kausale Inferenz dar, wie z.B.
mehr Freunde zu haben. Mehr Freunde koénnen dazu fithren, dass man mehr Geld hat
und auch gliicklicher ist (Abbildung 3.2). Die Idee eines Experiments besteht darin, alle
anderen Faktoren konstant zu halten, einschliellich der Anzahl der Freunde, damit die
Wirkung von Geld auf das Gliick gemessen werden kann. Indem die Anzahl der Freunde
konstant gehalten wird, wird der kausale Zusammenhang zwischen Freunden und Geld
sowie Gliick getrennt. Dieser Schritt wird in Abbildung 3.3 grafisch dargestellt, in der der

Freundeskonflikt ,weggeschnitten* wird.

'Interessant ist zudem die Frage, ob Kausalitdt auch Korrelation (also die entgegengesetzte Richtung)
impliziert. Ein kausaler Zusammenhang zwischen zwei Variablen bedeutet oft, dass diese in den Daten
korreliert sind, jedoch nicht immer. Stellen Sie sich beispielsweise vor, Sie hétten die Geschwindigkeit eines
Autos und den Druck auf das Gaspedal gemessen. Im Allgemeinen korrelieren Druck und Geschwindigkeit,
was mit dem kausalen Zusammenhang zwischen beiden tibereinstimmt. Stellen Sie sich nun jedoch vor, Sie
hétten diese beiden Variablen nur gemessen, als jemand mit dem Auto einen Berg hinaufgefahren ist. Jetzt
ware die Geschwindigkeit zwar konstant, aber der Druck auf das Gaspedal kénnte steigen, was die Versuche
des Fahrers widerspiegelt, die Geschwindigkeit beizubehalten. Es géibe also trotz des weiterhin bestehenden
kausalen Zusammenhangs keine Korrelation zwischen den beiden Variablen in diesem Datensatz.

2Eine andere Moglichkeit, die Kausalititsfolgerung zu begriinden, folgt der kontrafaktischen Logik, die
zuvor beschrieben wurde. Wenn die Definition von Kausalitdt kontrafaktisch ist (,Was wére passiert,
wenn die Ursache eine andere gewesen wére?“), dann erfiillt dieses Experiment diese Definition. In diesem
(unmoglichen) Experiment kénnen wir das Kontrafaktische buchstéblich sehen: Wenn die Person 1.000
Dollar mehr hétte, wire sie um diesen Betrag gliicklicher.
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Abbildung 3.3 Konstanthalten vorhandener Stérgrofien

Randomization
cuts causal
connections
| &
¥ 7’
Money Happiness
Experimental
intervention

Abbildung 3.3 veranschaulicht, dass durch Experimente Stérgrofien ,,weggeschnitten
werden, indem sie konstant gehalten werden. In der Praxis kann es jedoch schwierig sein,
herauszufinden, wie man etwas konstant hélt, wenn man von Menschen als Untersuchungs-
einheit spricht.

So besteht ein Problem in der Realitdt darin, dass bei der Manipulation einer Variable
fiir eine Person, z.B. das Verschenken von 1000€, entweder stattfindet oder nicht. So kann

man im Sinne zweier paralleler Realitdten denken:
1. Es gibt eine realisierte Welt, in der jede Person die 1000€ erhalten hat
2. Es gibt eine kontrafaktische Welt, in der jede Person die 1000€ nicht erhalten hat

Fiir jede Person gibt es zwei mogliche Ergebnisse, eines pro Behandlungsbedingung: der
Grad des Gliicks nach Erhalt der 1000€ und der Grad des Gliicks, den sie gehabt hétten,
wenn sie das Geld nicht erhalten hétten. Der Vergleich dieser beiden moglichen Ergebnisse
gibt uns eine Schétzung des kausalen Effekts der Intervention (Behandlungseffekt) und
damit eine Antwort auf die Frage: Steigt Geld das Gliicksempfinden?

Das Problem besteht darin, dass wir fiir jede Person zu jedem Zeitpunkt (ob exponiert
oder nicht) nur eines der beiden moglichen Ergebnisse beobachten kénnen. Dies wird als
grundlegendes Problem der kausalen Inferenz bezeichnet und kann nicht gelost werden. Wir
approximieren den Behandlungseffekt (treatment effect), indem die Behandlung randomi-
siert wird und behandelte mit nicht behandelten Personen verglichen werden. So kénnen wir
unter bestimmten Annahmen den durchschnittlichen Behandlungseffekt (average treatment
effect) schitzen.

In der Theorie klingt die Logik eines Experiments gut, allerdings konnen keine Replikate
von Welten erschaffen werden, in denen alles konstant gehalten wird. Wie also werden
Experimente in der realen Welt durchgefiihrt? Bei Experimenten zum Kuchenbacken ist
es leicht zu erkennen, wie alle Zutaten konstant gehalten und nur eine Sache, wie die
Backtemperatur, variiert werden kann. Auf diese Weise kénnten wir die Wirkung der
Backtemperatur experimentell testen. Aber wie kdnnen wir ,,etwas konstant halten“, wenn

wir iiber Menschen sprechen? Menschen sind keine Kuchen. Keine zwei Menschen sind
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gleich, sodass keine zwei gleichen Ergebnisse herauskommen, selbst wenn man versucht,
die Zutaten konstant zu halten!

Wenn wir zwei Menschen Geld geben, vergleichen wir zwei verschiedene Menschen, nicht
zwei Instanzen derselben Person, bei denen alles andere konstant bleibt. Es wiirde nicht
funktionieren, die erste Person dazu zu bringen, mehr oder weniger Freunde zu haben,
damit sie mit der zweiten Person iibereinstimmt. Stattdessen wére es eine weitere (grofe,
schwierige und potenziell unethische) Intervention, die selbst viele Auswirkungen auf das
Gliick haben koénnte. Alternativ konnte man Leute fragen, wie viele Freunde sie haben, und
sie anhand dieser Information in gleich grofie Gruppen aufteilen. Jedoch kénnte man mit
dieser Strategie nur die Ihnen bekannten und beobachtbaren Stérfaktoren kontrollieren. So
kénnen Sie die Leute beispielsweise gleichméfig nach der Anzahl ihrer Freunde aufgeteilt
werden, nicht aber nach ihrem Bildungsabschluss, wenn dieser Thnen nicht bekannt ist.
Wenn sich jedoch der Bildungsabschluss auch auf Geld und Gliick auswirkt, haben Sie einen
weiteren Storfaktor, den Sie nicht kontrollieren. Sie kdnnten dann versuchen, die Leute
sowohl nach der Anzahl ihrer Freunde als auch nach ihrem Bildungsabschluss aufzuteilen.
Aber vielleicht haben Sie noch einen weiteren Stoérfaktor iibersehen, beispielsweise die
Schlafqualitit. Ebenso wenig funktioniert es, Leute auszuwéhlen, die die gleiche Anzahl
von Freunden haben, denn dadurch bleibt nur die Variable ,,Freunde®“ konstant und nicht
alles andere, was sich zwischen den beiden Personen unterscheidet. 3

Stattdessen wird das Problem durch Randomisierung gelést. Wenn Sie einen grofien
Raum voller Menschen nach dem Zufallsprinzip in zwei Gruppen aufteilen, werden diese
Gruppen im Durchschnitt eine dhnliche Anzahl von Freunden haben. Wenn Sie in Ihrem
Experiment zufillig auswéhlen, wer Geld erhélt, werden Sie feststellen, dass die Gruppen,
die Geld erhalten, und die, die kein Geld erhalten, im Durchschnitt eine &hnliche Anzahl
von Freunden haben. Mit anderen Worten: Durch Randomisierung wird die Storvariable
"'Freunde’ kontrolliert. Das Wichtigste ist jedoch, dass nicht nur die Rolle der Freunde
kontrolliert wird; auch Bildungsniveau, Schlafqualitdt und alle anderen (beobachtbaren
und unbeobachtbaren) Storfaktoren werden kontrolliert. Wenn Sie eine grofie Gruppe
von Menschen nach dem Zufallsprinzip in Gruppen aufteilen, werden die Gruppen im
Durchschnitt in jeder Hinsicht gleich sein (Abbildung 3.4).

In einem einfachen Versuchsdesign werden einige Personen zuféllig einer Geldgruppe und
einige einer Kontrollgruppe ohne Geld zugeteilt (die Gruppen werden auch ,,Bedingungen*
genannt). AnschlieBend messen wir das Gliicksgefiihl der Personen in beiden Gruppen. Die
grundlegende Logik der Randomisierung lautet: Wenn Geld gliicklich macht, sollten wir im
Durchschnitt mehr Gliick in der Geldgruppe feststellen.?

Randomisierung ist ein wirksames Instrument, funktioniert jedoch nicht immer. Im
Durchschnitt stellt Randomisierung sicher, dass Ihre Geld- und Nicht-Geld-Gruppen hin-

3Forschende, die Regressionsmodelle verwenden, gehen davon aus, dass die Kontrolle vieler Faktoren eine
gute Moglichkeit ist, kausale Schlussfolgerungen zu verbessern. Allerdings kann die unangemessene Kontrolle
einer Variable ohne klare kausale Begriindung sogar zu noch grofleren Verzerrungen der Effektschéitzung
fithren (Wysocki et al., 2022).

4Wir sehen hier zunichst davon ab, dass dieses Experiment besser durchgefithrt werden kénnte. Vielleicht
konnte das Gliick vor und nach der Randomisierung gemessen werden, um die Prézision zu erhohen.
Vielleicht miissten wir den Teilnehmenden in der Kontrollgruppe einen kleinen Geldbetrag geben, um
sicherzustellen, dass die Teilnehmenden in beiden Gruppen mit einer versuchsleitenden Person interagieren
und die Bedingungen somit moglichst dhnlich sind. Dies sind wichtige Aspekte des Versuchsdesigns, auf
die wir in den folgenden Kapiteln detailierter eingehen werden.
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Abbildung 3.4 Randomisierte Gruppenzuteilung
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sichtlich der Storfaktoren wie Anzahl der Freunde, Bildungsabschluss und Schlafqualitét
gleich sind. Aber so wie man eine Miinze werfen kann und manchmal in neun von zehn
Fillen Kopf erhilt, kann es auch vorkommen, dass man Randomisierung verwendet und
trotzdem in einer Bedingung mehr gut ausgebildete Personen erhilt als in der anderen.
Durch Randomisierung wird sichergestellt, dass im Durchschnitt alle Storfaktoren kon-
trolliert werden. Daher gibt es keine systematische Verzerrung in der Schitzung aufgrund
dieser Storfaktoren. Es wird dennoch ein gewisses Rauschen durch zuféllige Variationen
geben. Zusammenfassend lédsst sich sagen, dass Randomisierung eine recht einfache und
effektive Methode ist, alles aufler einer manipulierten Variable konstant zu halten. Dadurch
ermoglicht sie Forschenden, unvoreingenommene Schitzungen von Kausalzusammenhéngen
vorzunehmen. Wichtig ist, dass Randomisierung sowohl funktioniert, wenn man jeden
Aspekt des Experiments kontrolliert — wie beim Kuchenbacken — als auch, wenn dies nicht

der Fall ist — wie bei Experimenten mit Menschen.?

Ungliickliche Randomisierung?

Wie bereits besprochen, beseitigt die Randomisierung Storfaktoren, indem sie sicherstellt, dass
die Gruppen im Durchschnitt hinsichtlich aller Merkmale gleichwertig sind. Die Gleichwertigkeit
einer bestimmten randomisierten Zuweisung ist umso wahrscheinlicher, je gréfler die Stichprobe

ist. Jedes Experiment kann jedoch dann durch eine ungliickliche Randomisierung beeintrachtigt

5Es miissen nicht immer Personen randomisiert werden. In dem experimentellen "Within-Participants-
Design’ sind dieselben Personen mehreren (wiederholten) Bedingungen ausgesetzt. Dieses Studiendesign
weist eine Reihe anderer unbekannter Storfaktoren auf, diesmal die Zeit betreffend. Um diese zu umgehen,
muss die Reihenfolge der Manipulation randomisiert werden. Diese Randomisierung funktioniert bei einigen
Arten von Manipulationen sehr gut, bei anderen jedoch nicht so gut. Wir werden in Kapitel 9 néher auf
diese Art von Designs eingehen.
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werden, wenn ein bestimmter Storfaktor zuféllig zwischen den Gruppen unausgewogen ist.
Ungliickliche Randomisierung kommt in kleinen Experimenten deutlich hdufiger vor als in
groflen. Um dies zu untersuchen, verwenden wir eine Simulation. In Simulationen werden Daten
zuféllig anhand bestimmter Annahmen erzeugt: Wir erstellen eine Gruppe von Teilnehmenden
und generieren deren Eigenschaften und die Zuordnung der Bedingungen. Durch Variation der
verwendeten Annahmen kénnen wir untersuchen, wie bestimmte Entscheidungen die Struktur der
Daten verdndern. Um die ungliickliche Randomisierung zu untersuchen, haben wir viele simulierte
Versionen unseres Geld-Gliick-Experiments erstellt. Dabei erhélt eine Experimentalgruppe Geld,
die Kontrollgruppe keins. Anschliefend wird das Gliick beider Gruppen gemessen. Wir gehen
davon aus, dass jede:r Teilnehmende eine bestimmte Anzahl an Freunden hat und dass die
Person umso gliicklicher ist, je mehr Freunde die Person hat. Wenn wir die Teilnehmenden also
zuféllig der Experimental- und Kontrollgruppe zuordnen, besteht das Risiko einer ungliicklichen

Randomisierung, manchmal hat eine Gruppe deutlich mehr Freunde als die andere.
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Abbildung 3.5 zeigt die Ergebnisse dieser Simulation. Jeder Punkt steht fiir ein Experiment und
stellt eine Schatzung des Gliickseffekts (wie viel Gliick die Versuchsgruppe fiir den gegebenen
Geldbetrag gewinnt) fiir ein Experiment mit einer festgelegten Teilnehmerzahl in jeder Gruppe
(horizontale Position) dar. Die Punktfarbe zeigt, wie ungleichméfig die Freundschaft zwischen
den Gruppen verteilt ist. Die gestrichelte Linie zeigt den tatséchlichen Effekt. Bei sehr kleinen
Experimenten (z. B. mit einem oder drei Teilnehmenden pro Gruppe) liegen die Punkte sehr

weit von der gestrichelten Linie entfernt, die den wahren Effekt darstellt, d.h. diese Schétzungen
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unterliegen einem starken Rauschen. Der Grund dafiir ist eine ungliickliche Randomisierung.
Die oberen und unteren Punkte zeigen an, dass eine Gruppe deutlich mehr Freunde hatte als
die andere. An dieser Simulation sind drei Dinge zu bemerken. Erstens nimmt das Rauschen
insgesamt mit zunehmender Stichprobengrofie ab: Gréflere Experimente liefern Schiatzungen, die
dem tatsdchlichen Effekt ndher kommen. Zweitens nimmt auch die unglickliche Randomisierung
mit grofleren Stichproben deutlich ab. Obwohl sich die Individuen in grofien Experimenten immer
noch genauso stark unterscheiden, ist die durchschnittliche Anzahl der Freunde in den gréfiten
Gruppen fiir jede Bedingung nahezu identisch. Obwohl die kleinen Experimente einzeln betrachtet
starkem Rauschen unterliegen, liegt der Durchschnittseffekt aller Experimente dennoch sehr nahe
am tatsichlichen Effekt. Dieser letzte Punkt verdeutlicht, was gemeint ist, wenn wir sagen, dass
randomisierte Experimente Storfaktoren beseitigen. Obwohl Freundschaft in unserer Simulation

weiterhin ein wichtiger Faktor fiir Gliick ist, ist der Durchschnittseffekt aller Experimente korrekt

und jede einzelne Schitzung unverzerrt.

3.2 Generalisierbarkeit

Bei psychologischen und verhaltenskonomischen Fragestellungen ist es wichtig, dariiber
nachzudenken, wer untersucht werden soll. Wollen wir wissen, ob Geld das Gliick aller
Menschen steigert oder beispielsweise bei Menschen in materialistischen Gesellschaften
oder doch bei Menschen, deren Grundbediirfnisse nicht erfiillt werden? Wir nennen die
Gruppe, die wir untersuchen, die Interessensbevolkerung und die Personen, die tatsiachlich
an unserem Experiment teilnehmen, die Stichprobe. Der Prozess der Stichprobenziehung
ist dann das, was Forschende tun, um Personen fiir ein Experiment zu rekrutieren.

Manchmal verwenden Forschende Stichproben aus einer Population, treffen aber Aussagen
iiber eine andere (meist breitere) Population. Beispielsweise fiihren sie ihr Experiment
mit einer bestimmten Stichprobe von US-amerikanischen College-Studierenden durch,
verallgemeinern die Ergebnisse dann aber auf alle Menschen (die von ihnen angestrebte
Population). Die Nichtiibereinstimmung von Stichprobe und Population ist nicht immer
ein Problem, aber hiufig sind kausale Zusammenhénge fiir verschiedene Populationen
unterschiedlich.

Auch die westlich geprigte Sichtweise vieler Studien kann problematisch sein. So lassen
sich Forschungen an US-amerikanischen und européischen Stichproben nicht notwendiger-
weise fiir den Rest der Welt verallgemeinern, was jedoch hiufig oder teilweise angenommen
wird. Um dieses Problem hervorzuheben, haben Henrich et al. (2010) das Akronym WEIRD
geprigt. Dieser einprigsame Name beschreibt, wie merkwiirdig es ist, aus Experimenten
an einer Stichprobe, die recht ungewohnlich ist, weil sie westlich (Western), gebildet
(Educated), industrialisiert (Industrialized), reich (Rich) und demokratisch (Democratic)
ist, Verallgemeinerungen iiber die gesamte Menschheit vorzunehmen. Henrich et al. (2010)
argumentieren, dass sich scheinbar ,fundamentale* Funktionen wie visuelle Wahrneh-
mung, rdumliches Denken und soziales Denken zwischen Populationen grundlegend un-
terscheiden. Daher kann je nach Fragestellung eine Verallgemeinerung eines mit einer
WEIRD-Subpopulation geschétzten Effekts ungerechtfertigt sein.

Anfang der 2000er Jahre fanden Forschende in Studien in westlichen Léndern heraus, dass

Dankbarkeitsinterventionen, wie das Schreiben eines kurzen Aufsatzes liber eine nette Tat,
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die jemand fiir einen getan hat, das Gliicksgefiihl steigerten. Aufgrund dieser Erkenntnisse
glaubten manche Forschende, Dankbarkeitsinterventionen kénnten das Gliicksgefiihl aller
Menschen steigern. Doch sie lagen offenbar falsch. Einige Jahre spéter fithrten Layous
et al. (2013) ein Dankbarkeitsexperiment an zwei Orten durch: in den USA und in Sid-
korea. Uberraschenderweise verringerte die Dankbarkeitsintervention das Gliicksgefiihl
in der siidkoreanischen Stichprobe. Die Forschenden fithrten diesen negativen Effekt auf
Schuldgefiihle zuriick, die die Menschen in Siidkorea starker empfanden, wenn sie iiber
Dankbarkeit nachdachten. In diesem Beispiel wiirden wir sagen, dass die Erkenntnisse aus
der US-Stichprobe moglicherweise nicht auf die Menschen in Siidkorea iibertragbar sind.
Probleme der Generalisierbarkeit betreffen alle Aspekte eines Experiments, nicht nur
dessen Stichprobe. Selbst wenn beispielsweise unser hypothetisches Experiment mit Bar-
geldinterventionen zu einer Steigerung des Gliicksgefiihls gefiihrt hat, wére eine Verallge-
meinerung auf andere Formen der Geldbereitstellung moéglicherweise nicht gerechtfertigt.
Vielleicht war der von uns gegebene Geldbetrag oder die Art der Bereitstellung etwas
Besonderes, das zu dem beobachteten Effekt gefithrt hat. Ohne die Priifung mehrerer
verschiedener Interventionsarten kénnen wir keine allgemeine Aussage treffen. Wie wir in
Kapitel 6 und Kapitel 9 sehen werden, hat diese Frage sowohl fiir die statistischen Analysen

als auch fiir das Versuchsdesign Konsequenzen (Yarkoni, 2022).

3.3 Aufbau eines randomisierten Experiments

Abbildung 3.5 Aufbau eines randomisierten Experiments
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Zusammenfassend ldsst sich der Aufbau eines randomisierten Experiments wie in Ab-
bildung 3.5 darstellen. Im Verlauf der Kurseinheit werden immer wieder Riickbeziige
hierauf angefiihrt. Die Abbildung zeigt ein einfaches Zwei-Gruppen-Experiment, wie die

mogliche Geld-Gliick-Intervention. Eine Stichprobe wird aus einer Population entnommen,
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und die Teilnehmenden werden zuféllig einer von zwei Bedingungen (der Manipulation)
zugewiesen, entweder der experimentellen Bedingung, bei der Geld bereitgestellt wird, oder
der Kontrollbedingung, bei der kein Geld bereitgestellt wird. Anschliefend wird fiir jeden
Teilnehmenden ein Ergebnismafl (Gliick) erfasst. In den folgenden Kapiteln werden wir
tiefer auf die einzelnen Komponenten eingehen. In Kapitel 8 werden geeignete Messungen
besprochen, da eine gute Messung die Grundlage eines guten Experiments ist. In Kapitel 9
werden dann die verschiedenen méglichen Versuchsdesigns und ihre Vor- und Nachteile

besprochen. Schliellich wird in Kapitel 10 der Prozess der Stichprobenziehung behandelt.

Ein Experiment mit sehr unklaren kausalen Schlussfolgerungen

Das Stanford-Prison-Experiment ist eine der bekanntesten Studien in der Geschichte der Psy-
chologie. Bei einer Simulation des Gefangnisalltags im Gebédude des Stanforder Departments fiir
Psychologie wurden den Teilnehmenden nach dem Zufallsprinzip die Rollen von ,Warter:innen*
und ,,Gefangenen“ zugeteilt (Zimbardo, 1972). Die auf zwei Wochen angelegte Simulation musste
nach sechs Tagen abgebrochen werden, da sich die als Warter:innen agierenden Teilnehmenden
grausam verhielten und den simulierten Gefangenen gegeniiber eine Reihe entmenschlichen-
der Verhaltensweisen an den Tag legten. Dieses Ergebnis wird in Einfiihrungslehrbiichern der
Psychologie haufig erwdahnt und tiblicherweise als Beweis fiir die Macht situativer Faktoren
interpretiert: Im richtigen Kontext konnten sogar Studierende in Stanford schnell dazu gebracht
werden, die Art von unmenschlichem Verhalten zu zeigen, das in den schlimmsten Geféngnissen
der Welt anzutreffen ist (Griggs, 2014). In den Jahren seit der Erstverdffentlichung der Studie
sind verschiedene Informationen aufgetaucht, die die kausale Interpretation der situativen Mani-
pulation jedoch deutlich unklarer machen (Le Texier, 2019). So wurden die Wérter:innen iiber
die Ziele des Experiments informiert und erhielten Anweisungen, wie diese Ziele zu erreichen
seien. Die Versuchsleiter:innen selbst schlugen einige harte Strafen vor, deren spéterer Einsatz
als Beweis fiir die Entstehung entmenschlichenden Verhaltens angefithrt wurde. Dariiber hinaus
wurden sowohl Warter:innen als auch Gefangene wahrend der gesamten Studie umfassend vom
Versuchsleiter gecoacht. Einige Teilnehmende berichteten, dass ihre Reaktionen wéhrend der
Studie iibertrieben oder erfunden gewesen seien (Blum, 2018). All diese Punkte untergraben
erheblich die Idee, dass die Rollenzuweisung an die Teilnehmenden (die angebliche experimentelle
Manipulation) die einzige Ursache fiir das beobachtete Verhalten war. Auch die Durchfithrung
der Studie war unethisch. Neben der Frage, ob eine solche Studie — mit all ihren Risiken fiir die
Teilnehmenden — tiberhaupt ethisch vertretbar wére, verstoflen zahlreiche Aspekte der Studie
klar gegen ethische Richtlinien. Die Teilnehmenden wurden daran gehindert, die Studie freiwillig
zu verlassen. Den Wachleuten wurde vorgegaukelt, sie seien Forschungsassistent:innen und nicht
Studienteilnehmende. Und zu allem Uberfluss wurde iiber die Studie ungenau berichtet; so wurde
beispielsweise die organische Entstehung von Verhaltensweisen, der immersive Charakter der
Simulation und die umfassende Dokumentation des Experiments betont. Tatsédchlich wurden die
Teilnehmenden ausfiihrlich eingewiesen, die Simulation wurde wiederholt durch banale Details
der Forschungsumgebung unterbrochen, und nur relativ wenige Elemente des Experiments
wurden auf Video aufgezeichnet und ausgewertet. Das Gefadngnisexperiment ist eine faszinierende
und problematische Episode in der Geschichte der Psychologie, liefert jedoch nur sehr wenige

kausale Beweise fiir die Funktionsweise des menschlichen Geistes.
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3.4 Kapitelzusammenfassung: Experimente

In diesem Kapitel haben wir ein Experiment als Kombination von Manipulation und

Messung definiert. In Kombination mit Randomisierung ermoglichen Experimente starke

kausale Schlussfolgerungen, selbst bei der Untersuchung von Menschen (deren Konstanz

schwer zu kontrollieren ist). Dennoch sind der Aussagekraft von Experimenten Grenzen ge-

setzt: Stichprobe, experimentelle Stimuli und Verfahren unterliegen stets Einschrankungen,

die die Generalisierbarkeit einschranken.

3.5 Diskussionsfragen

1. Stellen Sie sich vor, Sie fithren eine Umfrage durch und stellen fest, dass Menschen,

die mehr Zeit mit gewalttatigen Videospielen verbringen, tendenziell aggressiver sind
(d.h. es besteht eine positive Korrelation zwischen gewalttéitigen Videospielen und
Aggression). Nennen Sie anhand von Abbildung 3.2 drei Griinde fiir eine mogliche

Korrelation dieser Variablen.

. Angenommen, Sie méchten ein Experiment durchfithren, um zu testen, ob das Spielen

gewalttitiger Videospiele zu einer Zunahme der Aggressivitit fithrt. Wie wiirden Sie
vorgehen und was wiirden Sie messen? Wie wiirden Sie mit potenziellen Storfaktoren

wie dem Alter umgehen?

. Betrachten wir ein Experiment, das die Essensvorlieben von Menschen testen soll. Der

Versuchsleiter teilt 30 US-amerikanischen Vorschulkinder nach dem Zufallsprinzip ent-
weder Spargel oder Hahnchenfliigel zu und fragt sie anschliefSend, wie ihnen das Essen
geschmeckt hat. Insgesamt genossen die Kinder das Fleisch lieber. Der Versuchsleiter
schreibt eine Studie, in der er behauptet, dass Menschen Fleisch gegeniiber Gemiise
bevorzugen. Nennen Sie einige Einschrankungen der Generalisierbarkeit dieser Studie.
Ist diese Studie (oder eine Modifikation) angesichts dieser Einschrankungen tiberhaupt

sinnvoll?
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6 Inferenz

Lernziele:

o Erorterung des Zwecks der statistischen Inferenz
e Definition von p-Werten und Bayes-Faktoren

o Uberlegungen zu hiufigen Fehlschliissen bei Schlussfolgerungen (insbesondere bei
p-Werten)

e Analyse von Stichprobenvariabilitét

o Definition und Anwendung von Konfidenzintervalle

Bisher haben wir argumentiert, dass es bei Experimenten um die Messung von Effekten
geht. Die Effekte, an denen wir interessiert sind, sind kausale Effekte fiir eine Gruppe von
Menschen, aber diese Gruppe ist fast immer grofler als die Teilnehmenden an einem Experi-
ment. Statistische Schlussfolgerung (Inferenz) ist hierbei der Prozess, {iber die spezifischen
Merkmale der gemessenen Stichprobe hinauszugehen, um Verallgemeinerungen iiber die
breitere Population zu machen. Kapitel 5 hat bereits gezeigt, wie wir iiber die Schitzung
von Populationsparametern mit Hilfe von frequentistischen und Bayes’schen Techniken
einfache Schlussfolgerungen ziehen kénnen. Die Schétzung von Populationsparametern ist
ein wichtiger erster Schritt. Oftmals mochten wir jedoch differenziertere Schlussfolgerungen

ziehen, um Fragen wie die folgenden beantworten zu kénnen:

1. Wie wahrscheinlich ist es, dass dieses Muster von Messungen durch zuféllige Variation

entstanden ist?
2. Unterstiitzen die Daten eher die eine oder die andere Hypothese?
3. Wie genau ist die Schitzung eines Effekts?

4. Welcher Anteil der Variation in den Daten ist auf eine bestimmte Manipulation
zuriickzufithren (im Gegensatz zur Variation zwischen Teilnehmenden, Stimulus-

Items oder anderen Manipulationen)?

Frage (1) ist mit einer bestimmten Art von statistischer Inferenzmethode verbunden,
dem Nullhypothesen-Signifikanztest (NHST) in der frequentistischen statistischen Form.
NHST ist zu einem Synonym fiir die Datenanalyse geworden, sodass in der iiberwiegenden
Mehrheit der Forschungsarbeiten (und Forschungsmethodenkurse) alle berichteten Analysen
Tests dieses Typs sind. Oft ist es neben der Testung der Signifikanz jedoch auch ratsam,
die Daten zu visualisieren, um die Quellen der Variation zu verstehen.

In diesem Kapitel wird die NHST beschrieben, welche fiir viele Forschende die primére
Methode fiir die Auseinandersetzung mit den zugrunde liegenden Daten darstellt. So kann
die NHST beispielsweise ein sinnvolles Instrument sein, um zu testen, ob eine Intervention
zu einem Unterschied zwischen einer Behandlungsbedingung und einer geeigneten Kontrolle

fithrt. Wir werden aber auch versuchen, die NHST als einen sehr speziellen Fall einer
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breiteren Palette von statistischen Inferenzstrategien zu kontextualisieren. Auflerdem
werden wir weiter ausfithren, wie einige der Pathologien der NHST zu der Replikationskrise
beigetragen haben.

Abbildung 6.1 zeigt eine Moglichkeit, verschiedene Schlussfolgerungsansétze zu organi-

sieren.

Abbildung 6.1 Unterschiede zwischen Bayes’schen und Frequentistischen Paradigmen und den
Werkzeugen, die sie fiir die Messung und Hypothesenpriifung bieten. Angepasst von Kruschke und
Liddell (2018).
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In jlingster Zeit ist man dazu iibergegangen, Bayes-Faktoren zu verwenden, um die
Beweise fiir die verschiedenen Hypothesenkandidaten zu quantifizieren. Bayes-Faktoren
konnen helfen, Fragen wie (2) zu beantworten. Allersings sind auch die Bayes-Faktoren kein
Allheilmittel. Sie haben viele der gleichen Probleme wie die NHST, wenn sie dichotomisch
angewendet werden.

Anstelle von dichotomen frequentistischen oder Bayes’schen Hypothesentests thematisiert
folgt diese Kurseinheit Frank et al. (2025) und stellt die Messgenauigkeit in den Vordergrund,
die eine Messstrategie ermdglicht, um die Fragen (3) und (4) besser beantworten zu kénnen
(Calin-Jageman und Cumming, 2019; Kruschke und Liddell, 2018). Das Ziel dieser Strategien
ist es, eine genaue und prézise Schatzung der Beziehungen zu erhalten, die der beobachteten

Variation in den Daten zugrunde liegt.

6.1 Stichprobenvariation

In Kapitel 5 haben wir Fishers Teeverkostungsexperiment vorgestellt und erdrtert, wie man
Mittelwerte und Mittelwertunterschiede anhand der beobachteten Daten schétzt. Diese so
genannten Punktschatzungen stellen unsere besten Vermutungen iiber die Parameter der
Grundgesamtheit dar, die sich aus den Daten und moglicherweise auch aus unseren Voran-
nahmen ergeben. Wir kdnnen auch angeben, wie grof§ die statistische Unsicherheit bei diesen
Punktschéitzungen ist.! Diese Unsicherheit zu quantifizieren und dariiber nachzudenken ist

ein wichtiges Ziel: In unserer urspriinglichen Studie hatten wir nur neun Teilnehmende in

'Wie im vorherigen Kapitel erfassen wir nur die statistische Unsicherheit. Eine ganzheitliche Betrachtung
der Glaubwiirdigkeit einer bestimmten Schétzung schliet auch alles andere ein, was man iiber das
Studiendesign weif3.
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jeder Gruppe, was nur eine Schiatzung der Population mit geringer Genauigkeit (d. h. mit
grofier Unsicherheit) ergibt. Wiirden wir dagegen das Experiment mit 200 Teilnehmenden
in jeder Gruppe wiederholen, wiren die Daten weit weniger verrauscht, und wir hétten viel

weniger Unsicherheit, selbst wenn die Punktschédtzungen identisch waren.

6.1.1 Standardfehler

Um die Unsicherheit einer Schiatzung zu charakterisieren, ist es hilfreich, sich ihre Stichpro-
benverteilung vorzustellen, d.h. die Verteilung der Schétzung iiber verschiedene, hypotheti-
sche Stichproben. Stellen wir uns also vor, dass wir das Tee-Experiment nicht nur einmal,
sondern Dutzende, Hunderte oder sogar Tausende Male durchgefiihrt haben. Diese Idee
wird oft als wiederholte Stichprobe bezeichnet. Fiir jede hypothetische Stichprobe verwen-
den wir dhnliche Rekrutierungsmethoden, um eine neue Stichprobe von Teilnehmenden zu
rekrutieren, und um B fiir diese Stichprobe zu berechnen. Man wiirde jedoch trotzdem nicht
jedes Mal genau die gleiche Antwort erhalten, weil die Stichproben eine gewisse zuféllige
Variabilitdt (Rauschen) aufweisen. Wenn wir diese Schitzungen, j3, aufzeichnen, erhalten

wir die Stichprobenverteilung in Abbildung 6.2.

Abbildung 6.2 Stichprobenverteilung fiir den Behandlungseffekt im Teeverkostungsexperiment
bei vielen verschiedenen Wiederholungen desselben Experiments, jeweils mit n = 9 pro Gruppe.
Die Kreise stellen durchschnittliche Behandlungseffekte aus verschiedenen Einzelexperimenten dar,
wéhrend die dicke Linie die Form der zugrunde liegenden Verteilung darstellt.
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Stellen Sie sich nun vor, dass wir auch Tausende von Wiederholungen des Experiments
mit n = 200 pro Gruppe anstelle von n = 9 pro Gruppe durchgefiihrt haben. Abbildung
6.3 zeigt, wie die Stichprobenverteilung in diesem Fall aussehen konnte.

Beachten Sie, wie viel schmaler die Stichprobenverteilung wird, wenn wir den Stichpro-
benumfang erhéhen, was unsere verringerte Unsicherheit zeigt. Genauer gesagt nimmt die
Standardabweichung der Stichprobenverteilung selbst, der sogenannte Standardfehler, mit
zunehmendem Stichprobenumfang ab. Die Stichprobenverteilung ist nicht dasselbe wie
die Verteilung der Teebewertungen in einer einzelnen Stichprobe. Stattdessen ist es eine

Verteilung von Schétzwerten iiber Stichproben einer bestimmten Grofle. Im Wesentlichen
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Abbildung 6.3 Stichprobenverteilung fiir den Behandlungseffekt im Teeverkostungsexperiment,
bei vielen verschiedenen Wiederholungen desselben Experiments, jeweils mit n = 9 pro Gruppe.
Die Kreise stellen durchschnittliche Behandlungseffekte aus verschiedenen Einzelexperimenten dar,
wahrend die dicke Linie die Form der zugrunde liegenden Verteilung darstellt.
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sagt sie uns, was der Mittelwert eines neuen Experiments sein konnte, wenn wir es mit

einer bestimmten Stichprobengréfie durchfithren wirden.

In diesem Kapitel und den folgenden Statistik- und Visualisierungskapiteln des Buches wer-
den wir versuchen, das Verstidndnis zu erleichtern und zu veranschaulichen, wie man diese
Konzepte in der Praxis anwendet, indem wir den R-Code, der zur Konstruktion der Bei-
spiele verwendet wird, in diesen Code-Késtchen angeben. Wir gehen davon aus, dass Sie
iiber einige Kenntnisse der R-Basis und des Tidyverse verfiigen (s. Anhang D). Da wir mit
vielen Daten aus dem Teeverkostungsbeispiel arbeiten werden, stellen wir eine Funktion na-
mens make tea_data() zur Verfiigung, die ein Tibble mit einigen (erfundenen) Daten aus
unserem modernen Teeverkostungsexperiment erstellt. Sie kénnen die Funktion auf GitHub
(https://github.com/langcog/experimentology /blob/main /helper/tea_ helper.qmd) finden.

Um Simulationen durchzufithren, bei denen wir das Experiment der Teeverkostung immer
und immer wieder wiederholen, verwenden wir eine spezielle tidyverse-Funktion aus der purrr-
Bibliothek: map(). map() ist eine duflerst leistungsfahige Funktion, die es ermoglicht, eine andere
Funktion (in diesem Fall die make_tea_data() Funktion) viele Male mit unterschiedlichen
Eingaben auszufiihren. Hier erstellen wir ein Tibble, das aus 1.000 Durchldufen der Funktion
make_tea_ data() besteht.

tea_data <— make_tea_data(n_total = 18)

samps <— tibble (sim = 1:1000) |>
mutate (data = map(sim, %\(i) make tea_ data(n_total = 18))) |>

unnest (cols = data)

Als néchstes verwenden wir den group_ by() und summarize() Workflow aus Anhang D, um den

geschitzten Behandlungseffekt fiir jede dieser Simulationen zu erhalten.

tea_summary <— samps |>
group_ by (sim, condition) |[>
summarize (mean_rating = mean(rating)) |>
group__ by (sim) |>
summarize (delta = mean_rating|[condition = "milk first "]

mean_rating [condition = "tea first"])

Dieses Tibble liefert uns, was wir brauchen, um die Stichprobenverteilungen oben in Abbildung
6.2 und Abbildung 6.3 darzustellen.

6.1.2 Der zentrale Grenzwertsatz

Im letzten Kapitel haben wir iiber die Normalverteilung gesprochen, ein allgegenwértiges
Werkzeug zur Quantifizierung der Verteilung von Messungen. Das Bemerkenswerte an den
Stichprobenverteilungen fiir viele Arten von Schitzungen, ist, dass sie normalverteilt sind,
wenn der Stichprobenumfang immer gréfier wird. Dieses Ergebnis gilt sogar fiir Schitzungen,
die in kleinen Stichproben nicht einmal anndhernd normalverteilt sind. Nehmen wir zum

Beispiel an, wir werfen eine Miinze und wollen die Wahrscheinlichkeit schétzen, dass sie


https://github.com/langcog/experimentology/blob/main/helper/tea_helper.qmd
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Kopf zeigt (pr) . Wenn wir Stichproben ziehen, die jeweils nur aus n = 2 Miinzwiirfen

bestehen, ist Abbildung 6.4 die Stichprobenverteilung der Schatzungen (pgr).

Abbildung 6.4 Stichprobenverteilung von Stichproben einer verzerrten Miinze (n = 2 Wiirfe pro
Stichprobe). Die Balkenhohe ist der Anteil der Wiirfe, die zu einem bestimmten Mittelwert fiithren.

Proportion

0 S5 1

Diese Stichprobenverteilung sieht iiberhaupt nicht normalverteilt aus, denn sie hat nicht
die charakteristische "Glockenkurvenform'. In einer Stichprobe von zwei Miinzwiirfen, kann
pm nur die Werte 0, 0,5 oder 1 annehmen. Wenn wir aber, wie in Abbildung 6.5 zu sehen
ist, immer groflere Stichproben ziehen, erhalten wir eine Normalverteilung.

Diese Tendenz der Stichprobenverteilungen, normalverteilt zu werden, wenn n sehr
grof3 wird, spiegelt den zentralen Grenzwertsatz wider. Der zentrale Grenzwertsatz
kann direkt dabei helfen, die Unsicherheit von Stichprobenschédtzungen zu charakterisieren.
Wenn beispielsweise der Stichprobenumfang angemessen grof} ist (etwa n > 30 im Fall von
Stichprobenmittelwerten), betragt der Standardfehler (d. h. die Standardabweichung der
Stichprobenverteilung) eines Stichprobenmittelwerts etwa SE=0 /+/n. Die Stichprobenver-
teilung wird mit zunehmendem Stichprobenumfang enger, da wir durch die Quadratwurzel

aus der Anzahl der Beobachtungen dividieren.

Fir unsere Simulationen des zentralen Grenzwertsatzes verwenden wir wieder die Funktion
map(). Wir legen ein Tibble (das wir n_ flips nennen) mit den verschiedenen Werten an, die wir
ausprobieren wollen. Dann verwenden wir die Funktion map(), um rbinom() (binomische Zufalls-

stichproben) fir jeden Wert von n_ flips durchzufithren. Ein Trick, den wir hier anwenden, ist,
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Abbildung 6.5 Stichprobenverteilung fiir 2, 8, 32 und 128 Wiirfe
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dass rbinom() ein zusitzliches Argument benétigt, das angibt, wie viele dieser Zufallswerte man
erzeugen mochte. Hier erzeugen wir nSamples = 1000 Stichproben, was uns 1.000 unabhéngige
Wiederholungen bei jedem n gibt. Aber die Riickgabe eines Arrays mit 1.000 Werten fiir einen
einzelnen Wert von n_ flips ergibt etwas Seltsames: der Wert fiir jedes Element von flips ist ein
Array. Um damit umzugehen, verwenden wir die Funktion unnest(), die das Array wieder in ein

normales Tibble auflost.

n_samps <— 1000
n_ flips_list <— c¢(2, 8, 32, 128)

sample_p <— tibble(n_flips = n_ flips_list) |>

mutate(fllps = map(n_ flips, \(f) rbinom(n = n_samps, size = f,
rob = -7))) >

unnest( = flips) |>

mutate (p = flips / n__flips)

6.2 Von der Variation zur Inferenz

Die erste Neuerung von Fishers Tee.Verkostungsexperiment war die Verwendung der
Randomisierung, um eine Schiatzung des kausalen Effekts der Milchbestellung zu erhalten.
Die zweite Neuerung des Tee-Verkostungsexperiments war die Idee, ein Modell dessen zu
erstellen, was wahrend des Experiments passieren konnte. Konkret beschrieb Fisher ein
hypothetisches Nullmodell, das sich ergeben wiirde, wenn die Dame die Tassen zufallig
und nicht aufgrund einer gewissen Teesensibilitdt ausgewéhlt hétte. In unserem Tee-
Bewertungsexperiment beschreibt das Nullmodell, was passiert, wenn es keinen Unterschied
in den Bewertungen zwischen der Tasse mit "Tee zuerst’ und der mit der 'Milch zuerst’
gibt. Nach dem Nullmodell ist der wahre Behandlungseffekt (3) gleich Null.

Selbst bei einem tatsédchlichen Behandlungseffekt von Null sollten wir bei wiederholten
Stichproben eine gewisse Variation bei 3, dem Schitzwert des Behandlungseffekts, fest-
stellen. Manchmal erhalten wir einen kleinen positiven Effekt, manchmal einen kleinen
negativen Effekt. Gelegentlich kommt es zuféllig zu einem groflen Effekt. Dies ist nur
eine Stichprobenvariation, wie wir sie oben beschrieben haben. Die Neuerung von Fisher
bestand darin, die Wahrscheinlichkeit der Beobachtung verschiedener Werte von B zZu
quantifizieren, wenn das Nullmodell angenommen wird. Wenn dann die beobachteten
Daten unter dem Nullmodell sehr unwahrscheinlich waren, konnte man erkléaren, dass das
Nullmodell abgelehnt wurde. Wie unwahrscheinlich miissen die beobachteten Daten jedoch
sein, damit das Nullmodell abgelehnt wird? Fisher argumentierte, dass es "iiblich und
zweckméBig fiir Experimentatoren ist, 5% als Standardniveau zu nehmen", und legte damit
den Grenzwert von 0,05 fest, der in den Wissenschaften zum Standard geworden ist.

In der obigen Diskussion iiber die Stichprobenziehung haben wir bereits ausprobiert,
das Teeverkostungsexperiment tausendfach zu wiederholen. In Abbildung 6.6 machen wir
dasselbe, aber wir nehmen an, dass die Nullhypothese, dass es keinen Behandlungseffekt

gibt, wahr ist. Das Diagramm zeigt die Verteilung der beobachteten Behandlungseffekte B :
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einige sind leicht negativ, einige leicht positiv, und einige wenige sind deutlich positiv oder
negativ, aber die meisten sind null. Wenn unsere Beobachtung eine Wahrscheinlichkeit von
weniger als 5% unter dem Nullmodell (p < 0,05) hat, dann ist das Nullmodell wahrscheinlich
falsch. Die roten gestrichelten Linien in Abbildung 6.6 zeigen den Punkt, unter dem nur
2,5% der Daten gefunden werden, und den Punkt, iiber dem nur 2,5% der Daten gefunden
werden. Diese werden als Enden der Verteilung bezeichnet. Da wir gleichermaflen annehmen
wiirden, dass der Tee mit Milch oder die Milch mit Tee besser ist, betrachten wir sowohl
positive als auch negative Beobachtungen als moglich. Da wir beide Enden der Verteilung

betrachten, nennt man dies einen weiseitigenTest.

Um unser Nullmodell zu simulieren, kénnen wir dasselbe tun wie zuvor, indem wir unserer

Funktion make tea data() mitteilen, dass der wahre Unterschied in den Effekten Null ist.

n_sims <— 1000
null model <— tibble(sim = 1:n sims, n = 18) |>
mutate (data = map(sim, \(i) make tea data(n_total = n, delta = 0))
) 1>

unnest (cols = data)

Wieder verwenden wir group_ by() und summarize(), um die Verteilung der Behandlungseffekte

unter der Nullhypothese zu erhalten.

null_model summary <— null_model |>
group_ by (sim, condition) |[>
summarize (mean_rating = mean(rating)) |>
group_ by (sim) |>
summarize (delta = mean_rating[condition = "milk first "] —

mean_ rating [condition = "tea first "])

Abbildung 6.6 fasst die Logik der NHST zusammen: wenn die beobachteten Daten in den
Bereich fallen, der unter dem Nullmodell eine Wahrscheinlichkeit von weniger als 0,05 hat,
dann verwerfen wir das Nullmodell. Wenn wir also einen bestimmten Behandlungseffekt
3 in einer einzelnen (realen) Instanz unseres Experiments beobachten, kénnen wir die
Wahrscheinlichkeit berechnen, dass diese Daten oder alle Daten, die extremer sind als
unsere, unter dem Nullmodell liegen.

Diese Wahrscheinlichkeit ist unser p-Wert. Wenn er klein ist, gibt er uns die Erlaubnis,
zu schlieflen, dass die Nullhypothese falsch ist. Wie wir bereits gesehen haben, ist der
Standardfehler umso kleiner, je grofler der Stichprobenumfang ist. Das gilt auch fiir das
Nullmodell. Abbildung 6.7 zeigt die erwartete Nullverteilung fiir ein gréferes Experiment.

Je mehr Teilnehmende am Experiment teilnehmen, desto enger wird die Nullverteilung
und desto kleiner wird der Bereich, in dem wir einen Nulleffekt der Behandlung erwarten
sollten. Da unsere Erwartung auf der Grundlage des Nullwertes préziser wird, konnen wir
den Nullwert auf der Grundlage kleinerer Behandlungseffekte zuriickweisen. Bei dieser

Art von Hypothesentests kommt es, wie bei der Schitzung, auf unsere Ziele an. Wenn wir
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Abbildung 6.6 FEin Beispiel fiir die Verteilung der Behandlungseffekte unter dem Nullmodell
(mit n = 9 pro Gruppe). Die gestrichelten Bereiche zeigen den Teil der Verteilung an, in den
weniger als 5% der Beobachtungen fallen sollten.

/// 25’ o eff:Eect 975:///

average treatment effect
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two regions is 5%

Abbildung 6.7 Verteilung der Behandlungseffekte unter dem Nullmodell fiir ein groBeres
Experiment.
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eine Hypothese nur aus Neugierde testen, wollen wir vielleicht nicht zu viele Tassen Tee
messen. Aber wenn wir die Teestrategie fiir eine grofle Café-Kette entwickeln wiirden, wére
der Einsatz hoher. In diesem Fall wiirden wir vielleicht ein umfangreicheres Experiment

durchfithren wollen.

durchfithren, indem wir einfach einen Parameter zu unserer Simulation hinzufiigen.

n_sims <— 10000

null _model summary_multi_n <— null _model multi_n |>
group_by(n, sim, condition) |>
summarize (mean rating = mean(rating)) |>
group_by(n, sim) |>
summarize (delta = mean rating|[condition = "milk first "]

mean_rating [condition = "tea first"])

null _model_quantiles_ multi_n <— null_model summary_multi_n |>
group_by(n) [>
summarize (q 025 = quantile (delta, .025),
q 975 = quantile(delta, .975))

zu erstellen:

ggplot (null_model summary_ multi_n, aes(x = delta)) +
facet_wrap(vars(n), nrow = 1, labeller = label both) +
geom histogram (binwidth = .25) +

xlim (—2.5, 2.5) +

labs (x = "Difference in rating", y = "Frequency")

null _model multi_n <— expand_grid(sim = 1l:n_sims, n = c¢(12, 24,
96)) |>
mutate (sim__data = map(n, \(n_i) make_ tea_data(n_total = n_i,
= 0))) |>
unnest (cols = sim data)

geom_ vline(xintercept = 0, color = "grey", linetype = "dotted

geom_ vline (data = null_model quantiles_multi_n,
aes(xintercept = q_025), color = "red", linetype =

geom_ vline (data = null_model quantiles_multi_n,
aes(xintercept = q_975), color = "red", linetype =

Wir kénnen eine systematischere Simulation der Nullregionen fiir verschiedene Stichprobengrofien

48,

delta

Hier ist der Code fiir die Darstellung, um eine mit unserer Abbildung vergleichbare Abbildung

I|) +
"dotted
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6.3 Schlussfolgerungen ziehen

In dem Beispiel mit der Teeverkostung, das wir gerade betrachtet haben, haben wir versucht,
von unserer Stichprobe auf die breitere Bevolkerung zu schlieflen. Insbesondere wollten
wir herausfinden, ob der Tee mit Milch als besser bewertet wurde als die Milch mit Tee.
Unser Schlussfolgerungsziel war eine klare, bindre Antwort: Ist ’Milch zuerst’-Tee besser?
Durch die Definition eines p-Wertes haben wir ein Verfahren, um diese Antwort zu geben.
Wenn p < 0,05, verwerfen wir die Nullhypothese. Dann kénnen wir uns die Richtung des
Unterschieds ansehen und, wenn sie positiv ist, erkldren, dass der Tee mit Milch zuerst

Bignifikant"besser ist.

6.3.1 p-Werte

Wir haben bereits eine Arbeitsdefinition des p-Wertes aus unserer obigen Diskussion:
Es ist die Wahrscheinlichkeit der Daten unter der Nullhypothese. Als néchstes kénnen
wir einen einfachen statistischen Test, einen t-Test, verwenden, um p-Werte fiir unser
Experiment zu berechnen. Ein t-Test ist ein Verfahren zur Berechnung eines p-Wertes
durch den Vergleich der Verteilung zweier Variablen unter der Nullhypothese, dass es keinen
Unterschied zwischen ihnen gibt.? Der t-Test verwendet die Daten, um eine Teststatistik
zu berechnen, deren Verteilung unter der Nullhypothese bekannt ist. Dann kann der Wert

dieser Statistik in p-Werte umgewandelt werden, um eine Schlussfolgerung zu ziehen.

Die Standardfunktion t.test() ist in R tber das Standardpaket stats integriert. Hier miissen
wir lediglich sicherstellen, dass wir die gewiinschte Testart mit den Flags paired = FALSE und

var.equal = TRUE (was die Annahme gleicher Varianzen bedeutet) angeben.

tea t <— t.test(x = filter (tea data, condition = "milk first")
$rating ,
y = filter (tea_data, condition = "tea first")
$rating ,

paired = FALSE, var.equal = TRUE)

Stellen Sie sich vor, wir fiihren ein Tee-Verkostungsexperiment mit n = 48 durch und
machen einen t-Test mit unseren Versuchsergebnissen. In diesem Fall sehen wir, dass der
Unterschied zwischen den beiden Gruppen bei p < 0,05: t(46) = 2,86, p = 0,006 signifikant
ist. Der Ausdruck t(46) = 2,86, p = 0,006 ist die Standardform fiir die Angabe eines t-Tests
Der erste Teil dieses gibt den t-Wert an, qualifiziert durch die Freiheitsgrade fiir den Test
in Klammern. Wir werden uns hier nicht ndher mit dem Begriff der Freiheitsgrade befassen,
aber fir den Moment geniigt es zu wissen, dass diese Zahl die Menge an Informationen
angibt, die die Daten liefern, in diesem Fall 48 Datenpunkte minus die beiden Mittelwerte

(einer fiir jede der Stichproben).

2t-Tests konnen auch in Fillen verwendet werden, in denen eine Stichprobe mit einer anderen Basis
verglichen wird.
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Das Entscheidende an p-Werten ist jedoch nicht nur, dass sie eine Art von Datenwahr-
scheinlichkeit sind. Vielmehr werden sie in einem spezifischen Schlussverfahren verwendet.
Die Logik der NHST ist, dass wir eine binédre Entscheidung iiber das Vorhandensein eines
Effekts treffen. Wenn p < 0,05, wird die Nullhypothese abgelehnt, andernfalls nicht. Wie
Fisher (1949) schrieb:

“Es ist anzumerken, dass die Nullhypothese im Verlauf eines Experiments
niemals bewiesen oder festgestellt, sondern moglicherweise widerlegt wird. Man
kann sagen, dass jedes Experiment nur deshalb existiert, um den Fakten eine

Chance zu geben, die Nullhypothese zu widerlegen (Fisher, 1949).”

Das Hauptproblem mit p-Werten aus wissenschaftlicher Sicht ist, dass Forschende in der
Regel nicht nur an derm Verwerfen der Nullhypothese interessiert sind, sondern auch an
der Evidenz fiir die Alternative (die uns interessiert). Der Bayes-Faktor ist ein Ansatz zur
Quantifizierung der positiven Evidenz fiir die Alternativhypothese in einem Bayesschen
Rahmen. Auf weitere alternative Ansétze gehen wir im Rahmen dieser Einheit jedoch nicht

starker ein.

6.4 Inferenz und ihre Widerspriiche

In fritheren Abschnitten dieses Kapitels haben wir uns mit Nullhypothesentests zur Inferenz
beschéftigt. Im Folgenden gehen wir kurz auf die Probleme bei Inferenzverfahren in der

Forschung ein.

6.4.1 Probleme bei der Interpretation von p-Werten

p-Werte sind im Grunde Wahrscheinlichkeiten in dem Sinne, den wir im vorigen Kapitel
eingefithrt haben.Sie sind die Wahrscheinlichkeit der Daten unter der Nullhypothese.
Allerdings verrit der Wert uns viele Dinge nicht, die wir gerne wissen wiirden. Zum
Beispiel sagen uns p-Werte nicht die Wahrscheinlichkeit der Daten unter einer bestimmten
alternativen Hypothese, die uns interessieren konnte, also die posteriore Wahrscheinlichkeit
p(H1|data). Wenn unser Teeverkostungs- t-Test t(46) = 2,86, p = 0,006 ergibt, entspricht
der p-Wert nicht die Wahrscheinlichkeit, dass die Nullhypothese wahr ist. Was kann man
schlieflen, wenn p > 0,05 ist? Nach der klassischen Logik der NHST ist die Antwort nichts".
Wenn die Nullhypothese nicht abgelehnt werden kann, erhdlt man keinen zusétzlichen
Beweis fiir die Nullhypothese. Selbst wenn die Wahrscheinlichkeit der Daten (oder einiger
extremerer Daten) unter Hy hoch ist, konnte ihre Wahrscheinlichkeit unter H; genauso
hoch oder hoher sein. Aber viele praktizierende Forschende machen diesen Fehler. Aczel
et al. (2018) kodierten eine Stichprobe von Artikeln aus dem Jahr 2015 und fanden heraus,
dass 72% der negativen Aussagen nicht mit der Logik des statistischen Paradigmas ihrer
Wahl iibereinstimmten. Die meisten waren Félle, in denen Forschende sagten, dass ein
Effekt nicht vorhanden war, obwohl einfach die Nullhypothese nicht verworfen werden
konnte.

Ein weiterer Irrglaube ist, dass, wenn p = 0,05, die Nullhypothese eine 5%ige Chance
hat, wahr zu sein. Dieser Irrtum resultiert aus der Verwechslung von p(Hy|data) (dem
posterioren Wert) und p(data|Hp) (dem Wahrscheinlichkeitswert, auch bekannt als p-Wert).
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Fin weiterer Irrtum, dass p > 0,05 uns erlaubt, die Null zu akzeptieren, rithrt ebenfalls
von dieser Umkehrung von Posterior und Likelihood her. Ein weiteres Missverstiandnis ist
die Fehlinterpretation des p-Wertes als Effektgrofie (die wir im letzten Kapitel betrachtet
haben): Ein grofler Effekt ist wahrscheinlich klinisch wichtig, aber mit einer ausreichend
groflen Stichprobe kann man einen kleinen p-Wert auch fiir einen sehr kleinen Effekt
erhalten.

Neben diesen Missverstandnissen gibt es ein weiteres Problem. Der p-Wert ist die Wahr-
scheinlichkeit, dass eine bestimmte Gruppe von Ereignissen eintritt (entsprechend den
beobachteten Daten oder éxtremeren'Daten, d. h. Daten, die weiter vom Nullwert entfernt
sind). Da es sich bei p-Werten um Wahrscheinlichkeiten handelt, konnen wir sie fiir ver-
schiedene Ereignisse miteinander kombinieren. Wenn wir ein Nullexperiment'durchfiihren,
also ein Experiment, bei dem der wahre Effekt gleich Null ist, ist die Wahrscheinlichkeit
eines Datensatzes mit p < 0,05 natiirlich 0,05. Wenn wir jedoch zwei solcher Experimente
durchfithren, kénnen wir p < 0,05 mit einer Wahrscheinlichkeit von 0,1 erhalten. Wenn
wir 20 Experimente durchfithren, haben wir eine Wahrscheinlichkeit von 0,64, ein positives
Ergebnis zu erhalten.

Es wire natiirlich ein grofler Fehler, 20 Experimente durchzufiihren und dann nur iiber
die positiven Ergebnisse zu berichten (bei denen es sich absichtlich um falsch positive
Ergebnisse handelt), als ob diese immer noch Statistisch signifikant"wéren. Das Gleiche
gilt fiir die Durchfiihrung von 20 verschiedenen statistischen Tests innerhalb eines einzigen
Experiments. Es gibt viele statistische Korrekturen, die vorgenommen werden kénnen,
um dieses Problem auszugleichen, das als das Problem der Mehrfachvergleiche bekannt
ist.Aber das umfassendere Problem ist eines der Transparenz: Solange man nicht weif,
was das geeignete Set von Experimenten oder Tests ist, ist es nicht moglich, eine dieser

Korrekturen anzuwenden.

6.5 Berechnung der Genauigkeit

Im letzten Abschnitt wurde ein Argument gegen die Verwendung von p-Werten fiir dicho-
tome Schliisse vorgestellt. Aber wir wollen trotzdem von dem, was wir liber unsere eigene

begrenzte Stichprobe wissen, auf die Grundgesamtheit schliefen. Wie sollten wir das tun?

6.5.1 Konfidenzintervalle

Eine Alternative zum binédren Hypothesentest ist die Frage nach der Genauigkeit unserer
Schétzungen, d. h. wie dhnlich eine Schétzung aus einer bestimmten Stichprobe dem
interessierenden Populationsparameter ist. Wie nahe liegt zum Beispiel unsere Schitzung
des Effekts des Teegenusses an dem wahren Effekt in der Population? Wir wissen nicht, wie
hoch der wahre Effekt ist, aber die Kenntnis der Stichprobenverteilungen lédsst uns einige
Vermutungen dariiber anstellen, wie genau unsere Schitzung ist. Das Konfidenzintervall
ist eine praktische frequentistische Methode, um die Variabilitdt der Stichprobenverteilung
zusammenzufassen und damit auch, wie genau unsere Punktschéitzung ist. Das Konfidenz-
intervall stellt den Bereich der moglichen Werte fiir den interessierenden Parameter dar, die
angesichts der Daten plausibel sind. Formal gesehen ist ein 95%-Konfidenzintervall fiir eine

Schitzung (nennen wir sie B, wie im obigen Beispiel) definiert als ein Bereich moglicher
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Werte fir 3, sodass bei wiederholten Stichproben 95% der durch diese Stichproben erzeug-
ten Intervalle den wahren Parameter 3 enthalten wiirden. Konfidenzintervalle (KIs) werden
durch Schétzung der mittleren 95% der Stichprobenverteilung von 3 konstruiert. Aufgrund
des zentralen Grenzwertsatzes konnen wir die Stichprobenverteilung fiir einigermaflen grofie
Stichproben als normalverteilt annehmen. Daher ist es tiblich, ein 95%-Konfidenzintervall
3 +1, 96SE zu konstruieren.? Wenn wir das Experiment 100 Mal durchfiihren und jedes
Mal ein Konfidenzintervall berechnen wiirden, miissten wir erwarten, dass 95 der Intervalle
das wahre 8 enthalten, wihrend wir erwarten wirden, dass die verbleibenden 5 5 nicht
enthalten.* Konfidenzintervalle sind wie Wetten auf die aus Ihrer Stichprobe gezogenen
Schliisse. Die von Thnen gezogene Stichprobe ist wie ein Zug an einem Spielautomaten, der
sich in 95% der Fille auszahlen wird (d. h., das Konfidenzintervall enthéilt den wahren
Parameter). Einfacher ausgedriickt: 95% der 95%-igen Konfidenzintervalle enthalten den
wahren Wert des Populationsparameters.

Zur Veranschaulichung kénnen wir die Konfidenzintervalle fiir die einzelnen Schitzungen
darstellen (linke Seite von Abbildung 6.8). Diese geben Aufschluss tiber die Genauigkeit
unserer Schitzungen der einzelnen Gréfien im Verhéltnis zur Populationsschitzung. Wir
haben jedoch in erster Linie iiber den KI des Behandlungseffekts B gesprochen (rechte
Seite von Abbildung 6.8). Dieser KI erlaubt uns eine Aussage dariiber, ob er sich mit Null
iiberschneidet oder nicht, d.h. ob der t-Test statistisch signifikant ist oder nicht.

Abbildung 6.8 Konfidenzintervalle fir jede der beiden Bedingungsschatzungen sowie fiir die
Differenz zwischen den Bedingungen
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Die analytische Berechnung von Konfidenzintervallen ist recht einfach. Hier berechnen wir
zunéchst den Standardfehler fiir den Unterschied zwischen den Bedingungen. Das einzig Knifflige

dabei ist, dass wir eine gepoolte Standardabweichung berechnen miissen.

3Diese Art von KI wird als "WaldKonfidenzintervall bezeichnet.
4Falls Sie nicht genug Tee haben, um das Experiment 100 Mal durchzufiihren, um dies zu bestétigen, konnen
Sie es virtuell mit diesem netten Simulationswerkzeug tun: https://istats.shinyapps.io/ExploreCoverage.
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tea_ ratings <— filter (tea data, condition = "tea first")Srating

milk ratings <— filter (tea_data, condition =— "milk first") $rating

n_tea <— length(tea_ratings)
n milk <— length (milk ratings)
sd_tea <— sd(tea_ratings)
sd_milk <— sd(milk ratings)

tea_sd_pooled <— sqrt(((n_tea — 1) % sd_tea = 2 4+ (n_milk — 1) x
sd_milk ~ 2) /
(n_tea + n_milk — 2))

tea se <— tea_sd pooled * sqrt((l / n tea) + (1 / n_ milk))

Sobald wir den Standardfehler haben, konnen wir den geschatzten Unterschied zwischen den
Bedingungen ermitteln und die Konfidenzintervalle berechnen, indem wir den Standardfehler

mit 1,96 multiplizieren.

delta__hat <— mean(milk ratings) — mean(tea_ratings)
tea_ci_lower <— delta_hat — tea_se * qnorm(0.975)

tea_ci_upper <— delta_hat + tea_se x qnorm(0.975)

6.5.2 Vertrauen in Konfidenzintervalle?

Konfidenzintervalle werden sowohl von Studierenden als auch von Forschenden oft falsch
interpretiert (Hoekstra et al., 2014). Stellen Sie sich vor, ein Forschender fiihrt ein Experi-
ment durch und berichtet, dass "das 95%-Konfidenzintervall fir den Mittelwert zwischen
0,1 und 0,4 liegt.Alle Aussagen in Abbildung 6.9 sind technisch falsch, auch wenn sie in

dieser Situation verlockend sind.

Abbildung 6.9 Konfidenzintervall-Fehlvorstellungen fiir ein Konfidenzintervall [0,1,0,4].
Adaptiert von Hoekstra et al. (2014).

Irrtum
1 "Die Wahrscheinlichkeit, dass der wahre Mittelwert groBer als 0 ist, betrigt mindestens 95 %."
2 "Die Wahrscheinlichkeit, dass der wahre Mittelwert gleich 0 ist, ist kleiner als 5 %."
3 "Die 'Nullhypothese', dass der wahre Mittelwert gleich 0 ist, ist wahrscheinlich falsch."
4 "Mit 95%iger Wahrscheinlichkeit liegt der wahre Mittelwert zwischen 0,1 und 0,4."
5 "Wir kénnen zu 95% sicher sein, dass der wahre Mittelwert zwischen 0,1 und 0,4 liegt."
6 "Wenn wir das Experiment immer und immer wieder wiederholen, dann liegt der wahre
Mittelwert in 95% der Fille zwischen 0,1 und 0,4."
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Das Problem bei all diesen Aussagen ist, dass es im frequentistischen Rahmen nur
einen wahren Wert des Populationsparameters gibt. Die in Konfidenzintervallen erfasste
Variabilitat bezieht sich auf die Stichproben, nicht auf den Parameter selbst.Aus diesem
Grund koénnen wir keine Aussagen iiber die Wahrscheinlichkeit des Wertes des Parameters
oder iiber unser Vertrauen in bestimmte Zahlen machen. Was wir aussagen kénnen, ist:
Wenn wir die Prozedur der Durchfiihrung des Experiments und der Berechnung eines
Konfidenzintervalls viele Male wiederholen wiirden, wiirden auf lange Sicht 95% dieser

Konfidenzintervalle den wahren Parameter enthalten.

6.6 Kapitelzusammenfassung: Inferenz

Inferenzwerkzeuge helfen Thnen, von Merkmalen der Stichprobe auf Merkmale der Grund-
gesamtheit zu schliefen. Dieser Schritt ist ein wichtiger Bestandteil der Verallgemeinerung
von Forschungsdaten. Allerdings wurde deutlich, dass Inferenz nicht bedeuten muss, eine
bindre Entscheidung iiber das Vorhandensein oder Nichtvorhandensein eines Effekts treffen
zu konnen. Eine Strategie, die darauf abzielt, einen Effekt und die damit verbundene
Genauigkeit zu schétzen, ist als Baustein fiir eine Theorie oft viel hilfreicher. Wenn wir
dazu iibergehen, kausale Effekte in komplexeren Versuchsplidnen zu schatzen, wird der
Prozess anspruchsvollere Modelle erfordern. Um dieses Ziel zu erreichen, bietet das néchste

Kapitel einige Anleitungen fiir die Erstellung solcher Modelle.

6.7 Diskussionsfragen

1. Definieren Sie den p-Wert, ohne diesen nachzuschlagen. Welche Teile der Definitionen

haben Sie falsch verstanden?

2. Wieso sind Konfidenzintervalle hilfreich fiir die Bildung von Inferenzen?
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15 Anwendungsbeispiel: Bernard et al. (2025) - Climate

change and individual behavior

15.1 Einleitung

Die Autor:innen untersuchen den kausalen Effekt der Bereitstellung von Informationen zum
Klimawandel auf die Zahlungsbereitschaft (Willingness to Pay - WTP) von Einzelpersonen,
C'Oz-Emissionen von Fliigen zu kompensieren. Der Erhalt wahrheitsgeméfer Informationen
iiber Mdglichkeiten zur Reduzierung von C'Os-Emissionen erhéht die Zahlungsbereitschaft
der Einzelpersonen fiir COs-Kompensationen. In einer Folgebefragung wird zudem doku-
mentiert, dass Einzelpersonen auch ihren Portfolioanteil an griinen Aktien erhéhen, wenn
sie von den moglichen Vorteilen einer Investition in griine Unternehmen fiir die Umwelt
erfahren, allerdings nur, wenn diese Informationen nicht mit Hinweisen auf geringere
erwartete Renditen einhergehen. Schliefilich untersuchen die Autor:innen die endogene
Informationsbeschaffung der Befragten. Einzelpersonen wihlen Informationen aus, die mit
ihren Ansichten iibereinstimmen. Die Ergebnisse zeigen, dass es moglich ist, Einzelpersonen
durch Informationskampagnen zu umweltfreundlichem Verhalten zu motivieren, aber auch,

welche Herausforderungen politische Entscheidungstréager:innen dabei bewéltigen miissten.

15.2 Daten

15.3 Zahlungsbereitschaft fiir CO2-Ausgleichsmafinahmen

15.3.1 Ermittlung der Zahlungsbereitschaft vor der Behandlung

15.3.2 Behandlungsgruppen

15.3.3 Ermittlung der Zahlungsbereitschaft nach der Behandlung

15.3.4 Deskriptive Statistik

15.3.5 Durchschnittliche Behandlungseffekte auf die Zahlungsbereitschaft

15.4 Bereitschaft, in griine Vermogenswerte zu investieren

15.4.1 Erhebungsmodul
15.4.2 Portfolioauswahl
15.4.3 Erwartungsbildung

15.5 Informationsbeschaffung und Wahrnehmung von Klimarisiken

15.5.1 Endogene Informationsselektion
15.5.2 Bedeutung von Klimarisiken und Zahlungsbereitschaft fiir COs-Kompensation

15.6 Fazit
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16 Anwendungsbeispiel: Stoetzer und Zimmermann (2024) -
A representative survey experiment of motivated climate

change denial
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17 Anwendungsbeispiel: Andor et al. (2022) - Information

campaigns for residential energy conservation
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1 Lernziele

Nach diesem Kapitel konnen Sie:

1. erkldren, warum einfache Regressionen kausal verzerrt sein konnen, wenn das Treatment
(die interessierende Variable) endogenen ist.

2. die Grundidee eines Instruments als exogene Variation im Treatment beschreiben,

3. Reduced Form, First Stage, Wald-Schétzer und Two-Stage Least Squares (2SLS) unter-
scheiden,

4. die zentralen IV-Annahmen — Relevanz, quasi-zuféllige Zuteilung, Exklusion und Mono-
tonie — priifen und diskutieren,

5. IV-Schétzer als lokalen durchschnittlichen Treatmenteffekt fiir Complier interpretieren,

6. Judge-, Examiner- und Caseworker-Leniency-Instrumente als wichtige Anwendungsklasse
von IV-Designs erkléaren und kritisch priifen und

7. einfache IV-Analysen in R mit fixest, AER: :ivreg und robusten Standardfehlern um-
setzen.

2 Einleitung: Warum brauchen wir Instrumentalvariablen?

Viele 6konomische Fragestellungen haben die Form: Welchen kausalen Effekt hat eine Entschei-
dung oder ein Zustand auf ein Outcome? Beispiele sind:

o Wie wirkt sich ein zusétzliches Bildungsjahr auf Lohne aus?

o Wie verdndert Krankenversicherung die Inanspruchnahme medizinischer Leistungen?
e Wie beeinflusst Migration die Beschaftigung im Zielgebiet?

o Wie verdndert Kreditverfiigharkeit Unternehmensinvestitionen?

Das Problem ist fast immer dasselbe: Die Treatmentvariable D, wird nicht zuféllig bestimmt.
Menschen entscheiden sich fiir Bildung, Versicherung, Migration oder Kreditaufnahme. Diese
Entscheidungen héngen von beobachtbaren und unbeobachtbaren Merkmalen ab, die auch das
Outcome Y; beeinflussen. Eine einfache Regression von Y; auf D, vergleicht deshalb in der
Regel nicht vergleichbare Einheiten.

Nehmen wir Bildung und Loéhne, iiber die wir in einer Stichprobe von n Individuen Informationen
haben. Y; beinhaltet beispielsweise die Lohninformation von Individuum ¢ und \S; misst die
Anzahl der Bildungsjahre dieser Persone. Eine Regression von Léhnen auf Schuljahre

Y, =a+ 35, +¢

wiirde den kausalen Effekt eines weiteren Bildungsjahres nur identifizieren, wenn .S; unabhéngig
von unbeobachteten Lohndeterminanten in €, waire. Das ist unplausibel: Fahigkeit, Motivation,
Elternhaus oder Gesundheit beeinflussen sowohl Bildung als auch spétere Lohne. In diesem



Fall gilt Cov(S;,¢;) # 0, und OLS ist verzerrt. Ein moglicher Grund fiir diese Verzerrung ist,
dass Menschen ihr Verhalten optimieren: Sie gehen lange zur Schule, wenn sie sich dadurch
einen Vorteil erhoffen. Dieser Vorteil ist fiir Okonometriker:innen unbeobachtbar und als Folge
variiert das Treatment S; auch mit diesen unbebachtbaren Fokoren, die allesamt in das ¢;
eingehen. Der OLS-Schétzer kann nicht zwischen dem Treatment und mit diesem einhergehenden
unbeobachteten Groflen differenzieren und lddt die gesamte Korrelation dem Treatment auf.
Dies kann dazu fiithren, dass die Gesamtkorrelation (3, negativ ist, obwohl der wahre Effekt von
S; auf Y; eigentlich positiv ist.

Die Idee der Instrumentalvariablen ist, nicht die gesamte Variation in S; zu verwenden, sondern
nur einen bestimmten Teil: die Variation, die durch eine externe, plausibel exogene Variable Z;
ausgelost wird. Z; heifit Instrument. Ein gutes Instrument verdndert das Treatment, das im
allgemeinen Fall meistens als D, geschrieben wird, beeinflusst das Outcome aber nicht direkt.

Unbeobachtete
Faktoren U

Selektion

Instrument | FIrstStage | Tregtment | kausaler Effekt | gtcome
Z D Y

Kein direkter Pfad Z —>'Y
und kein Zusammenhang Z <-> U

Abbildung 1: IV-Idee: Das Instrument Z verschiebt das Treatment D, ist aber nicht direkt mit
unbeobachteten Outcome-Determinanten U verbunden.

@ Intuition in einem Satz

1V fragt: Wie verdndert sich das Outcome, wenn sich das Treatment nur deshalb
verandert, weil das Instrument die Treatmentwahrscheinlichkeit verschiebt?




3 Der einfachste IV-Fall: Wald-Schatzer mit binarem Instrument

Beginnen wir mit dem einfachsten Fall:

o Z;€{0,1} ist ein bindres Instrument,
e D, ist das Treatment,

e Y, ist das Outcome,

o es gibt zunéchst keine weiteren Kovariaten.

Die IV-Logik zerlegt die Analyse in zwei empirische Zusammenhénge.

3.1 Reduced Form: Effekt des Instruments auf das Outcome

Die Reduced Form misst, ob das Instrument das Outcome verdndert:

Y. =k+pZ, +v;.

Bei bindrem Z, ist

p=EIY, | Z, =1~ E[Y;| Z,=0].

Dieser Effekt ist oft bereits interessant. Wenn Z, zufillig zugeteilt ist, kann p als kausaler Effekt
des Angebots, der Zulassung oder der Ermutigung zu einem Treatment interpretiert werden
— denn fiir Z; soll die zentrale Annahme gelten, damit OLS einen kausalen Effekt schitzen
kann: cov(Z;,v;) — die unbeobachteten Faktoren korrelieren nicht mit dem Instrument. Bei

Experimenten spricht man iiber p hiufig als einen Intention-to-Treat-Effekt (ITT). Dieser
Begriff hat sich deshalb auch auf quasi-experimentelle Settings tibertragen.

3.2 First Stage: Effekt des Instruments auf das Treatment

Die First Stage misst, ob das Instrument das Treatment tatséchlich verdndert:

D, =p+7nZ; +n;.

Bei bindrem Z; ist

m=E[D;| Z; =1]—-E[D; | Z; =0].

Ein Instrument ist nur nitzlich, wenn 7 # 0. Diese Bedingung heifit Relevanz. Ist die First
Stage nahe null, teilt IV einen kleinen Reduced-Form-Effekt durch eine sehr kleine Zahl. Die
Schatzung wird dann instabil und kann stark verzerrt sein.



3.3 Relation zwischen Reduced Form und First Stage

Man kann sich Z; als randomisierten Anreiz vorstellen, “mehr” vom Treatment zu nehmen.
Wenn D, beispielsweise binér ist, sodass es nur die Werte 1 und 0 annehmen kann, stellt Z,
den Anreiz dar, sich fiir D; = 1 im Vergleich zu D, = 0 zu entscheiden (Nur mit BAF6G kann
ich es mir leisten zur Uni gehen).

Abbildung Abbildung 1 zeigt, dass Z, das Treatment D, direkt beinflusst, aber keinen wei-
tergehenden direkten Effekt auf Y; austibt. Wenn das so ist, kann der Reduced-Form-Effekt
p nur entstehen, wenn Z; auch D; beeinflusst, also eine First Stage existiert — denn nur iiber
den Umweg iiber D, kann Z; dann Y; beeinflussen. Wenn die First Stage m = 0,5 betragt,
selektieren sich Personen mit Z; = 1 einer zu 50 Prozentpunkten hoheren Wahrscheinlichkeit
in die Gruppe D; = 1 als Personen mit Z; = 0. Diese Information kénnen wir verwenden,
um von dem Reduced-Form-Effekt p von Z; auf Y; auf den Treatment-Effekt von D, auf

(2

Y, zuriickzurechnen: Wir skalieren p mit der First-Stage, um den Effekt auf eine 100%ige

Treatmentdnderung hochzurechnen. Diese Vorgehensweise wird im Folgenden formalisiert.

3.4 Wald-Schatzer

Der einfache TV- oder Wald-Schétzer ist das Verhéltnis aus Reduced Form und First Stage:

Die Interpretation ist: Wie stark éndert sich Y; pro instrumentell ausgeléster Anderung in

1 Beispiel Oregon Health Insurance Experiment

In der Oregon Health Insurance Experiment (OHIE) wurde der Zugang zu Medicaid
im US-amerikanischen Bundesstaat Oregon iiber eine Lotterie vergeben, da unvorher-
gesehenerweise noch staatliches Budget fiir Krankenversicherungsschutz zur Verfiigung
stand. Das hat sich als wissenschaftlicher Gliiksfall erwiesen, denn der Lotteriegewinn
Z,; kann als ein gutes Instrument fiir tatsdchliche Medicaid-Abdeckung D, gesehen
werden, mit dem sich evaluieren ldsst, wie Menschen auf Krankenversicherungsschutz
reagieren. Wenn der Lotteriegewinn die Wahrscheinlichkeit von Medicaid-Abdeckung
um 25,6 Prozentpunkte erhoéht und die Wahrscheinlichkeit depressiver Symptome
um 2,3 Prozentpunkte senkt, ergibt der Wald-Schéatzer —0,023/0,256 ~ —0,09. Die
IV-Schétzung sagt dann: Fiir Personen, deren Versicherungsschutz durch die Lotterie
verdandert wurde, senkt Medicaid die Wahrscheinlichkeit depressiver Symptome um
ungefdahr 9 Prozentpunkte.




4 Ein kleines simuliertes Beispiel in R

Die folgende Simulation zeigt, warum OLS verzerrt sein kann und warum IV helfen kann. Wir
erzeugen eine unbeobachtete Fahigkeit U,, die sowohl das Treatment D, als auch das Outcome
Y, beeinflusst. Das Instrument Z; verschiebt D,, ist aber unabhingig von U,.

n <- 5000
u <- rnorm(n) # unbeobachtete Fahigkeit / Motivation
z <- rbinom(n, size = 1, prob = 0.5) # quasi-zuf&lliges Instrument

# Treatment hingt vom Instrument und von unbeobachteten Faktoren ab
latent_d <- -0.4 + 1.2 * z + 0.9 * u + rnorm(n)
d <- as.numeric(latent_d > 0)

# Wahrer kausaler Effekt des Treatments ist beta = 2
# U beeinflusst Y direkt: OLS ist deshalb verzerrt
y<-1+2%*d+ 1.5 x u+ rnorm(n)

sim <- tibble(y, d, z, w)

sim |>

group_by(z) |>

summarise (
n = n(),
treatment_rate = mean(d),
outcome_mean = mean(y),
unobserved_u = mean(u),
.groups = '"drop"

)

# A tibble: 2 x 5

z n treatment_rate outcome_mean unobserved_u

<int> <int> <dbl> <dbl> <dbl>

1 0 2446 0.385 1.74 -0.00519
2 1 2554 0.729 2.42 -0.00747



@ Lernanweisung

Machen Sie sich zundchst Schritt fiir Schritt mit den verwendeten R-Befehlen vertraut
und versuchen Sie, den Code im Ganzen zu verstehen. Die hier aufgefithrten Befehle
sind essenziell fiir Simulationen und einfache deskriptive Datenauswertungen.
Versuchen Sie anschliefend, den Code auch inhaltlich nachzuvollziehen:

1. Warum ist u eine unbeobachtete Variable?
2. Warum ist Z exogen?
3. Woran Erkennen Sie, dass eine First Stage existiert?

Das Instrument erzeugt eine sichtbare First Stage, aber die unbeobachtete Fahigkeit U, ist
zwischen Z = 0 und Z = 1 im Erwartungswert ausgeglichen. Genau diese Logik wollen wir in
realen Anwendungen durch institutionelles Wissen plausibel machen.

sim_plot <- sim |>
group_by(z) [|>
summarise (

“Treatment-Wahrscheinlichkeit™ = mean(d),
“Durchschnittliches Outcome™ = mean(y),
.groups = '"drop"

) 1>

pivot_longer(-z, names_to = "panel", values_to = "value")

ggplot(sim_plot, aes(x = factor(z), y = value)) +
geom_col(width = 0.6) +

facet_wrap(~ panel, scales = "free_y") +
labs(x = "Instrument Z", y = NULL) +
theme_bw ()



Durchschnittliches Outcome Treatment—Wahrscheinlichkeit
2.54
2.04 0.6 -
1.5
0.4 4
1.0 A1
0.2 1
0.5
0.04 0.0
0 1 0 1

Instrument Z

Abbildung 2: First Stage und Reduced Form im simulierten Beispiel.

@ Lernanweisung

Machen Sie sich auch hier zunachst mit den verwendeten R-Befehlen vertraut:

1. Was ist der Unterschied zwischen ols_sim, rf_sim, fs_sim und iv_sim?
2. Wie ist die Syntax von feols(), wenn eine IV-Regression geschitzt werden soll?

Vergleichen wir nun OLS, Reduced Form, First Stage und IV.

ols_sim <- feols(y ~ d, data = sim, vcov = "hetero")
rf_sim <- feols(y ~ z, data = sim, vcov = "hetero")
fs_sim <- feols(d ~ z, data = sim, vcov = "hetero")
iv_sim <- feols(y ~ 1 | 4 ~ z, data = sim, vcov = "hetero")

wald_sim <- coef(rf_sim) ["z"] / coef(fs_sim) ["z"]
wald_sim

z
1.960453



etable(
"OLS" = ols_sim,
"Reduced Form" = rf_sim,
"First Stage" = fs_sim,
"2SLS" = iv_sim,
keep = c("d", "z", "fit_d"),

digits = 3
)
0LS Reduced Form First Stage
Dependent Var.: y y d
d 3.42%xx (0.046)
z 0.674*x*x (0.066) 0.344**x (0.013)
S.E. type Heteroske.-rob. Heterosked.-rob. Heterosked.-rob.
Observations 5,000 5,000 5,000
R2 0.51904 0.02047 0.12000
Adj. R2 0.51895 0.02027 0.11982
28LS
Dependent Var.: y
d 1.96%** (0.147)
z
S.E. type Heteroske.-rob.
Observations 5,000
R2 0.02047
Adj. R2 0.02027
Signif. codes: O '**x*x' 0.001 'xx' 0.01 'x' 0.056 '.' 0.1 ' ' 1

Im Datenerzeugungsprozess betridgt der wahre Effekt von D auf Y genau 2. OLS verwendet
aber auch die Variation in D, die durch U entsteht. Diese Variation ist endogen. IV verwendet
dagegen nur die durch Z ausgeloste Variation in D.
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Warum nicht einfach die vorhergesagten Werte selbst einsetzen?

Man kann zwar die First Stage schéitzen, BZ bilden und anschliefend Y; auf ﬁz
regressieren. Der Koeffizient ist im einfachen Fall identisch zum 2SLS-Koeffizienten.
Die Standardfehler sind aber falsch, wenn man die erzeugte Regressorvariable wie eine
normale beobachtete Variable behandelt. Verwenden Sie daher feols(... | D ~ Z),

AER: :ivreg() oder ein anderes IV-Paket, das die Unsicherheit korrekt berechnet.

# Nur zur Illustration: Koeffizient dhnlich, Standardfehler nicht verwenden!
fs_manual <- 1lm(d ~ z, data = sim)

sim <- sim |> mutate(d_hat = fitted(fs_manual))

naive_second_stage <- 1m(y ~ d_hat, data = sim)

summary (naive_second_stage)

Call:
Im(formula = y ~ d_hat, data = sim)

Residuals:
Min 1Q Median 3Q Max
-8.4689 -1.6913 0.0656 1.6973 7.1080

Coefficients:
Estimate Std. Error t value Pr(>|tl|)
(Intercept)  0.9901 0.1125 8.804 <2e-16 **x
d_hat 1.9605 0.1918 10.219 <2e-16 *x*
Signif. codes: O 'x*x' 0.001 'xx' 0.01 'x' 0.05 '.' 0.1 ' ' 1

Residual standard error: 2.332 on 4998 degrees of freedom
Multiple R-squared: 0.02047, Adjusted R-squared: 0.02027
F-statistic: 104.4 on 1 and 4998 DF, p-value: < 2.2e-16

5 IV-Annahmen

FEin Instrument ist nicht automatisch valide, nur weil es stark mit dem Treatment korreliert.
Fiir eine kausale Interpretation bendtigen wir vier Kernannahmen.

5.1 1. Relevanz

Das Instrument muss das Treatment beeinflussen:
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